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G¿n¿m¿zde derin ºĵrenme modellerinin medikal gºr¿nt¿ iĸlemede kullanēmē hēz kazanmēĸtēr. 

¥zellikle kesit gºr¿nt¿lerinden organ segmentasyonu ¿zerine ger­ekleĸtirilen ­alēĸmalarda derin ºĵrenme 

yºntemleri sēklēkla tercih edilmektedir. Abdomen bºlgesinde yer alan pankreas, her insanda ĸekil, konum 

ve b¿y¿kl¿k bakēmēndan farklē olduĵundan segmentasyonu olduk­a zorlayēcēdēr. Bu problemin ­ºz¿m¿nde 

literat¿rde genellikle derin ºĵrenme modellerinden biri olan U-Net modeli tercih edilmektedir.  

Bu tez ­alēĸmasēnda, pankreas segmentasyonu i­in Pascal ¿­genindeki sayē dizilimine uygun bir 

mimariye sahip ve U-Net modelini temel alan yeni bir derin ºĵrenme modeli ºnerilmiĸtir. ¥nerilen bu 

model Pascal U-Net modeli olarak isimlendirilmiĸtir ve modelin baĸarēmē iki farklē veri seti ¿zerinde 

deĵerlendirilmiĸtir. Ķlk olarak halka a­ēk ve literat¿rde sēklēkla kullanēlan bir veri seti olan The Cancer 

Imaging Archive Pankreas-BT veri setinden yararlanēlmēĸtēr. Ayrēca ikinci veri seti olarak Sel­uk 

¦niversitesi Tēp Fak¿ltesi Hastanesi Radyoloji Bºl¿m¿ônden alēnan abdomen BT gºr¿nt¿leri 

kullanēlmēĸtēr. Veri setlerindeki kayētlardan her hasta i­in bir kesit gºr¿nt¿s¿ se­ilmiĸ ve ºniĸleme 

yºntemleri uygulanarak derin ºĵrenme aĵlarē i­in veri setleri oluĸturulmuĸtur. Pascal U-Net modeli ile her 

iki veri seti ¿zerinde elde edilen pankreas segmentasyon sonu­larēnēn karĸēlaĸtērēlmasē i­in, aynē veri setleri 

¿zerinde U-Net modeli ile de segmentasyon iĸlemi ger­ekleĸtirilmiĸtir. 2, 4 ve 6 katlē ­apraz doĵrulama ve 

1ôden 10ôa kadar farklē yēĵēn sayēlarēnda ­alēĸtērēlan derin ºĵrenme modelleri sonucunda elde edilen 

segmentasyon haritalarē, 7 farklē performans metriĵi kullanēlarak deĵerlendirilmiĸtir. Her bir yēĵēn sayēsē 

ve farklē kat ­apraz doĵrulama ile ger­ekleĸtirilen pankreas segmentasyonu sonu­larē, 10 kez ­alēĸtērma 

sonu­larēnēn ortalamasēdēr. Hem U-Net hem de Pascal U-Net segmentasyon sonu­larē 7 farklē metrik ve 

gºrsel deĵerlendirmeler temel alēnarak analiz edilmiĸtir. Sonu­lar incelendiĵinde; her iki veri setinde de 

Pascal U-Net modeli, geleneksel U-Net mimarisine karĸē Dice Benzerlik Katsayēsē metriĵi bakēmēndan 

yaklaĸēk %1ôlik bir deĵer ile ¿st¿nl¿k gºstermiĸtir.  
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Nowadays, the use of deep learning models in medical image processing has gained momentum. 

Especially in studies on organ segmentation from slice images, deep learning methods are frequently 

preferred. Since the pancreas, located in the abdominal region, differs in shape, location and size in each 

person, its segmentation is quite challenging. To solve this problem, the U-Net model, which is one of the 

deep learning models, is generally preferred in the literature. 

In this thesis, a new deep learning model based on the U-Net model with an architecture suitable 

for the number sequence in Pascal's triangle has been proposed for pancreatic segmentation. This proposed 

model is named Pascal U-Net model and the performance of the model is evaluated on two different data 

sets. First, The Cancer Imaging Archive Pancreas-CT dataset, which is a publicly available and frequently 

used dataset in the literature, was used. In addition, abdominal CT images taken from the Department of 

Radiology at Selcuk University Medical Faculty Hospital were used as the second data set. A slice image 

was selected for each patient from the records in the datasets and datasets for deep learning networks were 

created by applying preprocessing methods. In order to compare the pancreatic segmentation results 

obtained on both data sets with Pascal U-Net model, segmentation process was also performed on the same 

data sets with the U-Net model. Segmentation maps obtained as a result of 2, 4 and 6 fold cross validation 

and deep learning models run on different batch sizes from 1 to 10, were evaluated using 7 different 

performance metrics. Pancreas segmentation results performed with each batch size and different fold cross 

validation are the average of 10 run results. Both U-Net and Pascal U-Net segmentation results were 

analyzed based on 7 different metrics and visual evaluations. When the results are examined; in both data 

sets, Pascal U-Net model outperformed traditional U-Net architecture with a value of approximately 1% in 

terms of Dice Similarity Coefficient metric. 

 

 
Keywords: Convolutional Neural Networks, Cross Validation, Deep Learning, Panceras 

Segmentation, Pascal U-Net, U-Net 
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1. GĶRĶķ 

 

Ķnsan v¿cudunda karēn bºlgesinde yer alan organlardan biri olan pankreas, 

endokrin ve ekzokrin olmak ¿zere iki temel dokudan oluĸmaktadēr. Bu dokular, 

sindirimde ve glikoz metabolizmasēnda ºnemli rol oynarlar. Pankreas hem i­ hem de dēĸ 

salgē yapan ender organlardan birisi olup ¿­ temel besin olan karbonhidrat, protein ve 

yaĵlarēn sindirilmesi i­in gerekli olan enzimlerin salgēlanmasēnē ger­ekleĸtirmektedir. 

Pankreas kanseri, kºt¿ huylu bir t¿mºr¿n genellikle pankreasēn baĸ bºlgesinde 

geliĸmesi sonucu ortaya ­ēkmaktadēr. ¢oĵunlukla agresif davranēĸlē olan bu t¿mºrler ­ok 

kēsa s¿re i­erisinde b¿y¿mesine karĸēn diĵer organlara baskē yapmadēĵē i­in hastada 

ºnemli belirtiler gºr¿lmemektedir.  

Pankreasa baĵlē hastalēklarēn tespitinde ºncelikle hastadan kan ve idrar testi 

istenmektedir. Yapēlan bu testlerde ins¿lin, bilirubin, Kanser Antijeni 19-9 (CA 19-9), 

Carcinoembryonic Antigen deĵerlerinde anormallik tespit edilmesi halinde gºr¿nt¿leme 

yºntemlerine baĸvurulabilmektedir. Gºr¿nt¿leme yºntemleri olarak Manyetik Rezonans 

Kolanjopankreatografi Gºr¿nt¿leme, Manyetik Rezonans Gºr¿nt¿leme (MRG), 

Bilgisayarlē Tomografi (BT) ve Endoskopik Ultrason yºntemleri kullanēlmaktadēr. 

Pankreas, her insanda ĸekil, boyut, konum gibi ºzellikler bakēmēndan farklēlēk 

gºsteren bir organdēr. Karēn bºlgesinde bulunan pankreasēn BT veya MRG yºntemleri 

kullanēlarak tespit edilebilmesi i­in alanēnda uzmanlaĸmēĸ bir radyoloĵa ve olduk­a fazla 

zamana ihtiya­ duyulmaktadēr. Bir hastadan alēnan kesit sayēsē BTôde ve MRGôde 

olduk­a fazladēr. Bu sorunun ºn¿ne ge­ebilmek adēna, pankreasē diĵer organlardan ayērt 

edebilmek i­in literat¿rde bazē yºntemler kullanēlmaktadēr. Bu yºntemlerden birka­ē atlas 

tabanlē, s¿perpiksel tabanlē ve derin ºĵrenme tabanlē olarak sēralanabilir. 

Temeli 1950 yēllarēna dayanmasēna raĵmen, g¿n¿m¿zde Yapay Sinir Aĵlarē 

(YSA) konusunda yapēlan ­alēĸmalar b¿y¿k ºnem kazanmēĸtēr. YSA, ºzellikle 

biyomedikal alanēnda ºnemli bir ihtiya­ olarak karĸēmēza ­ēkmaktadēr.  

Bu ­alēĸmada, ºnerilen yeni bir derin ºĵrenme modeli kullanēlarak BT 

gºr¿nt¿lerinden pankreas segmentasyonu ger­ekleĸtirilmiĸtir. ¥nerilen yeni derin 

ºĵrenme modeli iki farklē veri setine uygulanmēĸtēr. Ķlk veri seti, The Cancer Imaging 

Archive (TCIA) veri tabanēndan alēnan halka a­ēk TCIA Pankreas BT veri setidir. Diĵer 

veri seti, Sel­uk ¦niversitesi Tēp Fak¿ltesi Hastanesi Radyoloji Bºl¿m¿ônden alēnan 

abdomen BT kayētlarēndan oluĸturulmuĸtur. Ger­ekleĸtirilen tez ­alēĸmasēnda, bilinen U-

Net modelinin kodlayēcē ile kod ­ºz¿c¿ bºl¿m¿ arasēna evriĸim bloklarēnēn ve ºzellik geri 
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besleme baĵlantēlarēnēn eklenmesiyle yeni bir derin ºĵrenme modeli tasarlanmēĸtēr. 

¢alēĸmada ºnerilen Pascal U-Net modeli, literat¿rde bilinen U-Net modeli ile her iki veri 

seti ¿zerinde denenmiĸ ve sonu­lar karĸēlaĸtērmalē olarak 7 farklē metrik ¿zerinden 

sunulmuĸtur. 
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2. KAYNAK ARAķTIRMASI 

 

Bu ­alēĸmada, abdomen BT gºr¿nt¿lerinden pankreas segmentasyonu i­in yeni 

bir derin ºĵrenme modeli tasarlanmēĸtēr. Pankreas, her insanda b¿y¿kl¿k, boyut, ĸekil ve 

konum bakēmēndan farklēlēk gºsterdiĵinden dolayē segmentasyonu olduk­a zorlayēcēdēr. 

Yapēlan kaynak araĸtērmasē sonucunda, pankreas segmentasyonu ile ilgili sºz edilen 

dezavantajlardan dolayē diĵer organlarla ilgili ger­ekleĸtirilmiĸ olan segmentasyon 

­alēĸmalarēna kēyasla, pankreas segmentasyon ­alēĸmalarēnēn daha az sayēda ve daha az 

baĸarē oranēnda olduĵu gºr¿lm¿ĸt¿r. 

 

2.1. Medikal Alanda Derin ¥ĵrenme ile Ķlgili ¢alēĸmalar 

 

Ronneberger ve ark. (2015), verileri daha verimli kullanabilmek adēna veri 

artērēmē yºntemine dayanan ve biyomedikal gºr¿nt¿ segmentasyonu konusunda b¿y¿k 

ºnem arz eden evriĸim aĵēna baĵlē bir yaklaĸēm olan U-Net modelini geliĸtirmiĸlerdir. Bu 

model daralma ve geniĸleme olmak ¿zere iki temel bºl¿mden oluĸmaktadēr. Daralma 

bºl¿m¿nde evriĸim ve havuzlama katmanlarē vasētasēyla giriĸte verilen gºr¿nt¿n¿n 

ºznitelikleri ºĵrenilmektedir. Geniĸleme bºl¿m¿nde ise boyutu indirgenmiĸ olan 

ºznitelik haritalarēnēn boyutu tekrar artērēlarak giriĸteki imgenin boyutu elde edilmektedir. 

Fakat, geniĸleme bºl¿m¿nde segmentasyonu yapēlan nesnenin ne olduĵu iyi ºĵrenilirken 

nesnenin nerede olduĵu bilgisi kaybolmaktadēr. Bu sorunu engellemek amacēyla daralma 

bºl¿m¿nden geniĸleme bºl¿m¿ne doĵrudan bilgi aktarēlmaktadēr. Ronneberger ve 

arkadaĸlarē geliĸtirmiĸ olduklarē bu U-Net modelinin hēzlē olduĵunu ve biyomedikal 

gºr¿nt¿ segmentasyonu i­in kullanēlabilir olduĵunu gºstermiĸlerdir. 

Jegou ve ark. (2017), Evriĸimli  Sinir Aĵē (ESA, Convolutional Neural Network) 

tabanlē bir aĵ olan Yoĵun Baĵlantēlē Evriĸim Aĵlarē (YBEA, DenseNets) modelinin 

gºr¿nt¿ iĸlemede ºnemli bir rol oynadēĵēnē ifade etmiĸler ve bu modeli geniĸleterek yeni 

bir YBEA modeli geliĸtirmiĸlerdir. Ortaya ­ēkarmēĸ olduklarē bu model, U-Net modelinin 

yapēsēna benzer bir mimariye sahip olmakla birlikte U-Net modelinde yer alan evriĸim 

katmanlarē yerine yēĵēn bloklarē kullanmēĸlardēr. Bu sayede diĵer yapēlarla 

karĸēlaĸtērēldēĵēnda ºnerdikleri aĵēn parametrelerinin daha d¿ĸ¿k sayēda olduĵunu 

gºstermiĸlerdir. 

Zhou ve ark. (2018) ­alēĸmalarēnda, Ronneberger ve ark.ônēn (2015) 

ger­ekleĸtirmiĸ olduklarē U-Net modelini geliĸtirerek U-Net++ adēnda yeni bir model 
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ortaya ­ēkarmēĸlardēr. U-Net modelinde daralma ve geniĸleme bºl¿mleri arasēnda 

yalnēzca atlama baĵlantēlarē yer alērken, bu yeni U-Net++ modelinde daralma ve 

geniĸleme bºl¿mleri arasēnda i­ i­e ge­miĸ bir yoĵun yapēda evriĸim katmanlarē yer 

almaktadēr. Zhou ve ark. geliĸtirdikleri bu modelde, daralma ve geniĸleme bºl¿mleri 

arasēnda meydana gelen anlamsal boĸluĵu azaltmayē ama­lamēĸlardēr. U-Net modeliyle 

kēyasladēklarē bu ­alēĸmada, U-Net modeline gºre Jaccard oranēnda %3.9 kazan­ 

saĵlamēĸlardēr. 

Tang ve ark. (2018) yaptēklarē ­alēĸmada, U-Net modeline bir d¿zenleme 

getirmiĸlerdir. Yēĵēnlaĸtērēlmēĸ bir­ok U-Net modelinde her bir U-Net ­iftini anlamsal 

bloklarē ile birleĸtirmiĸler ve ¢ift U-Net adēnē verdikleri modeli oluĸturmuĸlardēr. Bu 

ardēĸēk baĵlantēlar sayesinde bilgilerin U-Netôler boyunca daha verimli bir ĸekilde 

iletildiĵini ifade etmiĸlerdir. ¢alēĸmalarēnda insan poz tahmini i­eren iki farklē veri 

setinde bu modeli denemiĸler ve diĵer modellerle kēyaslandēĵēnda bir­oĵundan daha iyi 

sonu­ verdiĵini belirtmiĸlerdir. 

Han ve Ye (2018), U-Net modelindeki kēsētlamalarē ortadan kaldērmak ve ­oklu 

­ºz¿n¿rl¿kl¿ derin ºĵrenme ĸemalarē sunan bir model geliĸtirmiĸlerdir. Seyrek gºr¿ĸl¿ 

BT gºr¿nt¿lerinde y¿ksek frekanslē kenarlarēn verimli bir ĸekilde iyileĸtiren U-Net 

modeline alternatif olarak ­ift ­er­eveli ve sēkē ­er­eveli U-Net yapēsēnē ­alēĸmalarēnda 

sunmuĸlardēr. Bu sayede, oluĸturmuĸ olduklarē bu modelin yeniden yapēlandērma 

performansēnēn daha iyi olduĵunu gºstermiĸlerdir. 

Wang ve ark. (2019) yapmēĸ olduklarē ­alēĸmada, BT, MRG ve endoskopik 

gºr¿nt¿ler i­eren farklē segmentasyon gºrevlerinde bile uygulanabilen Yuvalanmēĸ 

Geniĸleme Aĵē geliĸtirmiĸlerdir. Ķlk birka­ katmanda daha b¿y¿k alanlarē yakalayan artēk 

bloklarē yuvalanmēĸ geniĸleme ile tasarlamēĸlardēr. Ayrēca, daha baĸarēlē segmentasyon 

sonucu elde etmek i­in tekrar d¿zenlenmiĸ bir odak kayēp fonksiyonunu bu aĵa 

uygulamēĸlardēr. ¢oklu gºrev olarak ger­ekleĸtirdikleri bu ­alēĸma neticesinde diĵer 

modellere gºre daha baĸarēlē sonu­lara ulaĸmēĸlardēr. 

Zhang ve ark. (2019) yaptēklarē ­alēĸmada, geleneksel U-Net modelini ¿­ 

yºntemle geliĸtirmiĸler ve LU-Net adēnda bir model sunmuĸlardēr. Bu yºntemlerden ilki, 

orijinal gºr¿nt¿den ºzellikler ­ēkarēlērken verimi artērmak amacēyla U-Net ve SE-Net (Hu 

ve ark, 2018) modellerini birleĸtirmiĸlerdir. Ķkinci olarak, modelde meydana gelen konum 

eksikliĵini gidermek i­in U-Net modeli giriĸine ­oklu skala giriĸi uygulamēĸlardēr. 

¦­¿nc¿ yºntem olarak ise U-Net modelinde geniĸleme bºl¿m¿nde ¿st ºrnekleme 

katmanē yerine piksel bazlē konum bilgisini koruyan bir ºrnekleme yºntemi 
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kullanmēĸlardēr. ¥ne s¿rd¿kleri LU-NET modeli ile diĵer modellerden daha baĸarēlē 

sonu­lar elde edildiĵini gºstermiĸlerdir. 

Xiuqin ve ark. (2019) ­alēĸmalarēnda, geliĸtirilmiĸ derin ºĵrenme modeli U-Net 

ile retinal damar segmentasyonunu ger­ekleĸtirmiĸlerdir. Yaptēklarē bu ­alēĸmada, retinal 

gºr¿nt¿leri veri artērēmē yºntemi ile ­oĵaltmēĸlar ve U-Net aĵ yapēsēna artēk mod¿l 

eklemiĸlerdir. Damar ­ēkarēmē i­in dijital retinal gºr¿nt¿ler veri seti ¿zerinde 

uyguladēklarē model sonucu segmentasyon doĵruluĵunu %96.5 olarak bulmuĸlardēr. 

Wu ve Zhao (2019), yerel ºzelliklere dayalē var olan segmentasyon yºntemlerinin 

ideal olmayan koĸullar altēnda ger­ek iris sēnērlarēnē bulamadēĵēnē ifade etmiĸler ve bu 

­alēĸmalarēnda Yoĵun U-Net modeli sunmuĸlardēr. Yoĵun aĵ ve U-Net aĵēnē birleĸtirerek 

oluĸturduklarē bu modelin daha dar ve daha az parametreye sahip olduĵunu belirterek 

geleneksel U-Net modeline gºre daha avantajlē olduĵunu ifade etmiĸlerdir. Oluĸturduklarē 

model ile birlikte yapmēĸ olduklarē iris segmentasyonu ­alēĸmasēnēn sonucunda %98.36 

doĵruluĵa ve %97.07 F1 puanēna ulaĸmēĸlardēr. 

Wu ve ark. (2019) yaptēklarē ­alēĸmada, tamamen otomatik segmentasyon 

yapabilen Atlama Baĵlantēlē U-Net (SC U-Net) modelini ºne s¿rm¿ĸlerdir. MRG 

gºr¿nt¿lerinden beyinde bulunan beyaz madde hiperyoĵunluklarēnēn segmentasyonunu 

ºnerdikleri SC U-Net modeli ile ger­ekleĸtirmiĸlerdir. U-Net modeli uyguladēklarēnda 

%74.99 Dice benzerlik oranē elde ederlerken, SC U-Net modeli ile bu oranē %78.36 

olarak bulmuĸlardēr. Geliĸtirdikleri yapēnēn daha hēzlē yakēnsamaya, daha d¿ĸ¿k kayba ve 

daha y¿ksek segmentasyon doĵruluĵuna sahip olduĵunu savunmuĸlardēr. 

 

2.2. Pankreas Segmentasyonu ile Ķlgili ¢alēĸmalar 

 

Yapēlan kaynak araĸtērmasē sonucu, pankreas segmentasyonu ile ilgili ­alēĸmalar 

genellikle atlas tabanlē yºntemlerle ya da derin ºĵrenme yºntemleriyle ger­ekleĸtirildiĵi 

gºzlemlenmiĸtir. Pankreas segmentasyonunu i­eren ­alēĸmalar atlas tabanlē yapēlan 

­alēĸmalar ve derin ºĵrenme modelleriyle ger­ekleĸtirilen ­alēĸmalar olmak ¿zere iki alt 

baĸlēkta incelenmiĸtir. 

 

2.2.1. Atlas tabanlē pankreas segmentasyonu ile ilgili ­alēĸmalar 

 

Oda ve ark. (2012) ­alēĸmalarēnda, ¿­ boyutlu karēn bºlgesine ait BT 

gºr¿nt¿lerinden atlas se­imi ve grafik kesimi yºntemlerine dayanan bir yaklaĸēm 
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sunmuĸlardēr. Giriĸ gºr¿nt¿s¿nde, imgeler arasēndaki benzerliĵe gºre k¿meleme 

yaptēklarē gºr¿nt¿lere en ­ok benzeyen atlasē se­miĸlerdir. Segmentasyon yaptēklarē 

organlardan karaciĵer, dalak ve bºbrekte %90ôēn ¿zerinde doĵruluĵa ulaĸērlarken, 

pankreasta bu oran en fazla %64ôte kalmēĸtēr. 

Suzuki ve ark. (2012) yaptēklarē ­alēĸmada karēn bºlgesindeki BT gºr¿nt¿lerinden 

­oklu organ segmentasyonunun, cerrahi m¿dahaleyle alēnan organlar bu gºr¿nt¿lerde 

olmadēĵēndan segmentasyonun baĸarēsēz olabileceĵini belirterek bu sorunu ­ºzmek 

amacēyla iki yºntem ºne s¿rm¿ĸlerdir. Bu yºntemler sērasēyla cerrahi operasyon sonrasē 

organ hareketi ile organa ºzg¿ yoĵunluk homojenliĵinin anormallikleri test ederek 

olmayan organlarēn otomatik tespiti ve otomatik olarak bulunmayan organlarē tespit eden 

karēn bºlgesindeki 10 adet organēn atlas tabanlē ­oklu organ segmentasyonunu 

ger­ekleĸtirmiĸlerdir.   

Wolz ve ark. (2013) yaptēklarē ­alēĸmada, ­oklu atlas kaydē ve yama tabanlē 

segmentasyondan gºr¿nt¿leri birleĸtirerek, bir atlas veri tabanēndan hedefe ºzg¿ 

ºncelikleri oluĸturan hiyerarĸik bir atlas kaydē ve aĵērlēklandērma ĸemasēna dayanan bir 

yºntem kullanmēĸlardēr. ¢oklu organ segmentasyonu yapmak amacēyla uyguladēklarē 

yºntemde karaciĵer, bºbrek ve dalak organlarēnda sērasēyla %94, %93 ve %92 Dice 

oranlarēnē elde etmelerine raĵmen pankreasta bu oran %70 olmuĸtur. 

Chu ve ark. (2013) ger­ekleĸtirdikleri ­alēĸmada, hastalar arasēnda lokal 

bºlgelerdeki organlarēn ĸekil ve konum bakēmēndan b¿y¿k farklēlēklar olmasē sorununu 

­ºzebilmek i­in uzamsal bºl¿nm¿ĸ olasēlēksal atlasa dayalē otomatik bir ­oklu organ 

segmentasyonu yºntemi sunmuĸlardēr. Elde ettikleri uzamsal bºl¿nm¿ĸ atlasēn, organēn 

ĸekli ve konumundaki varyasyonu verimli bir ĸekilde d¿ĸ¿rd¿ĵ¿n¿ gºzlemlemiĸlerdir. 

Kullanmēĸ olduklarē bu yºntemle ger­ekleĸtirdikleri ­oklu organ segmentasyonunda 

karaciĵer, bºbrek ve dalak i­in Dice benzerlik katsayēlarēnē sērasēyla %95, %91 ve %90 

oranēnda elde etmiĸlerdir. Ancak, bu katsayē pankreas organē i­in %69 olarak 

bulunmuĸtur. 

Okada ve ark. (2015) ­alēĸmalarēnda, birden ­ok organ arasēndaki karĸēlēklē 

iliĸkileri etkin bir ĸekilde birleĸtiren ve yoĵunluk bilgisine ihtiya­ duymadan ­eĸitli 

gºr¿nt¿leme koĸullarēna kolayca uyum saĵlayan bir ­oklu organ segmentasyon sistemi 

sunmuĸlardēr. Ķki ayrē hastaneden ve altē farklē gºr¿nt¿leme koĸullarēnda ele aldēklarē BT 

gºr¿nt¿lerinden ­oklu organ segmentasyonu ger­ekleĸtirmiĸler ve pankreas organē i­in 

%73 Dice benzerlik oranēna ulaĸmēĸlardēr. 
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Tong ve ark. (2015) yaptēklarē ­alēĸmada, se­ilen atlas setlerinden farklē olan 

sēnēflayēcēlarē i­eren sºzl¿kleri eĸ zamanlē bir ĸekilde ºĵrenen bir yºntem sunmuĸlardēr. 

Bu sºzl¿kler ve sēnēflayēcēlara baĵlē olarak daha ºnce gºr¿lmemiĸ gºr¿nt¿lerde ºncelik 

saĵlamasē i­in olasēlēĵa dayalē atlaslarē oluĸturmuĸlardēr. Ayrēca, grafik kesim yºntemiyle 

son iĸlem uygulayarak segmentasyonu tamamlamēĸlardēr. Buna ek olarak, karēn 

bºlgesindeki BT gºr¿nt¿lerinde hastalar arasē oluĸan farklēlēĵē ºnlemek amacēyla voksel 

tabanlē bir atlas se­im stratejisi sunmuĸlar ve pankreas organē i­in Dice benzerlik 

katsayēsēnē %71 olarak bulmuĸlardēr. 

Xu ve ark. (2015) ­alēĸmalarēnda, edindikleri karēn bºlgesinin BT gºr¿nt¿lerinden 

12 adet organēn segmentasyonu i­in atlas se­imi ve f¿zyon tekniklerini tekrar gºzden 

ge­irmiĸler ve baĵlam ºĵrenme yºntemiyle ­oklu organ segmentasyonunun 

performansēnēn artērēlabildiĵini gºstermiĸlerdir. ¥nerdikleri yºntem ile tamamen 

otomatik bir ­oklu organ segmentasyonu sistemi geliĸtirmiĸler ve bu sistem vasētasēyla 

12 organ arasēndan pankreasēn Dice benzerlik katsayēsēnē %45 olarak elde etmiĸlerdir. 

Karasawa ve ark. (2017) yaptēklarē ­alēĸmada, pankreas organēnēn yerini 

belirlemek i­in pankreasēn etrafēndaki damar yapēlarēndan faydalanan bir atlas se­im 

stratejisi geliĸtirmiĸlerdir. Damar yapēsēnēn iki farklē uygulamasēnē da araĸtērdēklarē 

­alēĸmada etiketlenmemiĸ gºr¿nt¿ler i­in y¿ksek pankreas benzerlikleriyle atlas se­imi 

ger­ekleĸtirmiĸlerdir. Bu sayede segmente ettikleri pankreas, %78.5 Dice oranēna 

ulaĸmēĸtēr. 

Oliveira ve ark. (2018) ­alēĸmalarēnda, abdomen ve gºĵ¿s bºlgesine ait ­oklu 

organ segmentasyonu ger­ekleĸtiren yeni bir atlas tabanlē yºntem sunmuĸlardēr. Ķlk 

olarak, kabadan inceye bir yºntem ile organlarēn global dºn¿ĸ¿mleri yapēlmēĸ ve bu 

dºn¿ĸ¿mleri yoĵun bir deformasyon alanē yeniden oluĸturma stratejisi ile 

birleĸtirmiĸlerdir. Ķkinci olarak, elde edilen aday segmentasyonlardan, organ bazlē etiket 

f¿zyon yaklaĸēmēyla nihai segmentasyonu ger­ekleĸtirmiĸlerdir. ¥nerdikleri yºntem ile 

pankreas i­in ortalama Dice benzerlik katsayēsēnē %70 olarak elde etmiĸlerdir. 

 

2.2.2. Derin ºĵrenme yºntemleriyle ger­ekleĸtirilen pankreas segmentasyonu ile 

ilgili ­alēĸmalar 

 

Zografos ve ark. (2015) yaptēklarē ­alēĸmada, bir atlas ile kayēt gerektirmeyen 3 

boyutlu (3B) abdomen BT gºr¿nt¿lerinde ­oklu organlarēn segmentasyonu i­in yeni bir 

yapē sunmuĸlardēr. Bir dizi 3B hacimsel ºzellik ¿zerinde eĵitilmiĸ ayērt edici 
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sēnēflandērēcēlarē kullanmēĸlar ve ilgilenilen organlarēn gºr¿n¿m¿n¿ ºrt¿l¿ olarak 

modellemiĸlerdir. Her seviyedeki eĵitimli sēnēflandērēcēnēn bir sonraki seviyeye ek 

ºzellikler saĵlamak i­in gºr¿nt¿ye geri uygulandēĵē hiyerarĸik bir otomatik baĵlam 

sēnēflandērma ĸemasē kullanmēĸlardēr. ¢oklu organ segmentasyonu yaptēklarē bu 

­alēĸmada pankreas i­in %42 Jaccard benzerlik oranēnē elde etmiĸlerdir. 

Roth ve ark. (2015) uyguladēklarē ­alēĸmada, abdomen BT gºr¿nt¿lerinden Basit 

Doĵrusal Tekrarlayan K¿meleme yºntemiyle s¿perpikseller ­ēkararak olasēlēk haritalarē 

oluĸturmuĸlardēr. Olasēlēk haritalarēnē Evriĸimli  Aĵ yapēsē kullanarak pankreas 

segmentasyonunu ger­ekleĸtirmiĸlerdir. 82 adet BT gºr¿nt¿leri i­eren veri setini 60 

eĵitim, 2 doĵrulama ve 20 test olarak ayērmēĸlar, sonu­ta da %68 Dice benzerlik oranē 

elde etmiĸlerdir.   

Zhou ve ark. (2016) ­alēĸmalarēnda, 3 boyutlu BT gºr¿nt¿lerini 2 boyuta 

indirgeyerek ºnce evriĸim katmanē ardēndan ters evriĸim katmanē uyguladēktan sonra 

gºr¿nt¿leri tekrar 3 boyutlu hale getirmiĸlerdir. Bu yºntem sērasēnda 2 boyutlu 

gºr¿nt¿lerden aldēklarē konum ve yºn bilgilerini koruyarak ­ēkēĸa aktarmēĸlardēr. ¢oklu 

organ segmentasyonu i­in ger­ekleĸtirdikleri bu ­alēĸma sonucunda pankreas organē i­in 

%45 Jaccard oranēna ulaĸmēĸlardēr. 

Farag ve ark. (2016) ger­ekleĸtirdikleri ­alēĸmada, giriĸte kullandēklarē BT 

gºr¿nt¿leri s¿perpiksel haritasē ve Rastgele Orman olasēlēk haritasē olacak ĸekilde iki 

bºl¿mden oluĸan haritalar olarak elde etmiĸlerdir. Dºrt farklē yºntem kullanarak 

yaptēklarē ­alēĸmada, en kayda deĵer sonucu Evriĸimli  Sinir Aĵ yapēsēyla birlikte kaskat 

yapē ile %70.7 Dice oranē olarak elde etmiĸlerdir.     

Zhou ve ark. (2017) yaptēklarē ­alēĸmada, 3 boyutlu BT gºr¿nt¿lerini axial, 

sagittal ve coronal olmak ¿zere ¿­ a­ēya ayērmēĸlardēr. Ķlk aĸamada ayērdēklarē her a­ēda 

ayrē ayrē 2 boyutlu Tamamen Evriĸimli  Aĵ yºntemi kullanarak kabaca bir pankreas 

segmentasyon haritasē oluĸturmuĸlardēr. Bu segmentasyon haritalarēnē birleĸtirerek 3 

boyutlu hale getirmiĸler ve ikinci aĸamanēn giriĸ gºr¿nt¿leri olacak ĸekilde kērpmēĸlardēr. 

Bu gºr¿nt¿leri tekrar ¿­ a­ē haline getirip aynē yºntemle eĵitip kesin pankreas 

segmentasyon haritalarēnē oluĸturmuĸlardēr. Bu ­alēĸmada %82.4 oranēnda bir Dice 

benzerlik katsayēsē elde edilmiĸtir.    

Roth ve ark. (2018) yaptēklarē ­alēĸmada, abdomen bºlgedeki organlarēn 

segmentasyonunu ger­ekleĸtirmek amacēyla Tamamen Evriĸimli  Aĵ modellerinden biri 

olan U-Net modelini kullanmēĸlardēr. ¢oklu organ segmentasyonu yaptēklarē ­alēĸmada, 

3 boyutlu U-Net modeli kullanmēĸlardēr. Bu 3 boyutlu U-Net modeli iki kademeden 



 

 

9 

oluĸmakta ve ikinci aĸamanēn giriĸi olarak ilk aĸamada elde ettikleri segmentasyon 

sonu­larēnē kullanmēĸlardēr. Ķlk aĸamasēnda organlarēn ve damarlarēn olabileceĵi bºlgeleri 

kabaca belirleyerek, ikinci aĸamada yapēlacak olan sēnēflama iĸlemini 

kolaylaĸtērmēĸlardēr. 3 boyutlu ­oklu organ segmentasyonu olarak ger­ekleĸtirdikleri bu 

­alēĸmada pankreas i­in %82.2 Dice oranē sonucu elde etmiĸlerdir. 

Gibson ve ark. (2018) ­alēĸmalarēnda, karēn bºlgesinin BT gºr¿nt¿lerinden ­oklu 

organ segmentasyonu i­in Yoĵun V-Aĵē adēnda bir model ºnermiĸlerdir. Organ 

segmentasyonunda kullanēlan istatistiksel modeller ve atlas tabanlē yºntemlere nazaran, 

ºnerdikleri bu derin ºĵrenme modelinin daha iyi sonu­ verdiĵini gºstermiĸler ve 

ger­ekleĸtirdikleri uygulamada pankreas organē i­in %78 Dice benzerlik oranēna 

ulaĸmēĸlardēr.  

Roth ve ark. (2018) yaptēklarē ­alēĸmada, 3 boyutlu BT gºr¿nt¿lerinden oluĸan 

veri setleri ¿zerinde sērasēyla pankreas konumunu belirleyen ve pankreas 

segmentasyonunu ger­ekleĸtiren iki aĸamalē kaskat yapē kullanmēĸlardēr. Bu modelde 

B¿t¿nsel-yuvalanmēĸ Sinir Aĵ (Holistically-nested Neural Network) kullanmēĸlar ve 4 

katlē ­apraz doĵrulama yºntemiyle modeli eĵitmiĸlerdir. B¿t¿nsel-yuvalanmēĸ Sinir Aĵ 

ve Rastgele Orman yºntemini beraber kullanarak %81.27 Dice benzerlik oranēna 

ulaĸmēĸlardēr.  

Yang ve ark. (2019) yaptēklarē ­alēĸmada, BT gºr¿nt¿lerinden Tamamen Evriĸimli  

Aĵ (TEA) ve Tekrarlayan Sinir Aĵ (TSA) yapēlarēndan oluĸan kaskat sinir aĵ yapēsē 

kullanarak kesitler arasē ve kesit i­i bilgilerle pankreasēn segmentasyonunu 

ger­ekleĸtirmiĸlerdir. TEA yapēsēnē pankreas segmentasyonu i­in kesit i­i bilgileri 

­ēkarmak amacēyla, TSA yapēsēnē ise kesitler arasē bilgileri ­ēkarmak adēna 

kullanmēĸlardēr. 4 katlē ­apraz doĵrulama yºntemiyle ger­ekleĸtirdikleri bu ­alēĸma 

ĸimdiye kadarki bu alanda yapēlan en y¿ksek sonu­ olan %87.72 Dice benzerlik oranēna 

ulaĸmēĸtēr. 

Man ve ark. (2019) yaptēklarē pankreas segmentasyonu konusundaki ­alēĸmada, 

deforme edilebilir U-Net modeli kullanan bir Derin Q Aĵ yºntemi ile bu soruna 

yaklaĸmēĸlardēr. 3 boyutlu pankreas gºr¿nt¿lerini axial, coronal ve sagittal kesitlerini ayrē 

ayrē ºnce Derin Q Aĵē ile konumunu tespit etmiĸler, daha sonra U-Net modeli ile 

pankreasēn 3 boyutta segmentasyonunu elde etmiĸlerdir. Elde ettikleri 3 farklē a­ēdaki 

segmentasyon haritalarēnē ¢oĵunluk Oylamasē yºntemiyle tek bir sonu­ haline 

getirmiĸlerdir. Yaptēklarē ­alēĸma sonucunda ortalama Dice oranēnē %86.93 olarak 

bulmuĸlardēr. 
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Lu ve ark. (2019) yaptēklarē ­alēĸmada, biyomedikal segmentasyon alanēnda 

baĸarēya ulaĸan bir model olan U-Net modelinde alt ºrnekleme ve ¿st ºrnekleme 

arasēndaki bilgi alēĸveriĸini artērmak amacēyla dºnen bir artēk katman eklemiĸler ve bu 

dºnen artēk katman sayesinde kayda deĵer sonu­lar elde etmiĸlerdir. Buna ek olarak, 

kullandēklarē modelde kayēp fonksiyonu olarak Dice katsayēsēnē kullanmak yerine, sadece 

alan benzerliĵiyle deĵil ayrēca ĸekil benzerliĵine de odaklanan yeni bir kayēp fonksiyonu 

ºnermiĸlerdir. 10 katlē ­apraz doĵrulama yºntemi ile ger­ekleĸtirdikleri pankreas 

segmentasyonu uygulamasēnda %88.32 Dice benzerlik oranēna ulaĸmēĸlardēr. 

Liu ve ark. (2019) ger­ekleĸtirdikleri ­alēĸmada, iki aĸamadan oluĸan bir evriĸimli 

aĵ modeli geliĸtirerek pankreas segmentasyonu ger­ekleĸtirmiĸlerdir. Ķlk aĸamada 3 

boyutlu BT gºr¿nt¿lerinden aday bºlgeyi s¿perpiksel kullanarak belirlemiĸler ve 2.5 

boyutlu gºr¿nt¿ler oluĸturmuĸlardēr. Ardēndan ikinci aĸamada farklē kayēp fonksiyonlar 

i­eren 5 adet U-Net modeli ile aĵē eĵiterek bir birleĸtirme modeli yarēmēyla bu beĸ farklē 

sonucu segmentasyon ­ēkēĸē olarak elde etmiĸlerdir. 4 katlē ­apraz doĵrulama yaparak 

ger­ekleĸtirdikleri bu ­alēĸmada, Dice katsayēnē %84.1 olarak bulmuĸlardēr. 

 

2.3. Kaynak Araĸtērmasē ¥zeti 

 

 Yapēlan kaynak araĸtērmasē sonucunda; 

 

¶ Pankreasēn her insanda ĸekil, konum, b¿y¿kl¿k bakēmēndan farklē 

olmasēndan dolayē segmentasyonunun zor olduĵu tespit edilmiĸtir. 

¶ Alanēnda uzman radyologlarēn, pankreasē BT veya MRG ile elde edilen 

gºr¿nt¿lerinden tespit etmek i­in olduk­a fazla zaman ve bilgi birikimine 

ihtiya­ duyduklarē gºr¿lm¿ĸt¿r. 

¶ Pankreas kanserinin teĸhisi konduktan sonra iyileĸme s¿reci i­in ge­ 

olduĵu ve bu sebepten gºr¿nt¿lemede erken teĸhisin ­ok ºnemli olduĵu 

ortaya ­ēkmēĸtēr. 

¶ Derin ºĵrenme yºntemleriyle yapēlan segmentasyon ­alēĸmalarēnda 

­oĵunlukla ­apraz doĵrulama yºnteminin tercih edildiĵi gºr¿lm¿ĸt¿r. 

¶ ¢alēĸmalarda genellikle segmentasyon sonu­larēnēn bir veya iki metrik 

kullanēlarak deĵerlendiĵi gºzlenmiĸtir. 
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Bu tez ­alēĸmasēnda, kaynak araĸtērmasē sonucu tespit edilen dezavantajlarē 

elimine ederek abdomen BT gºr¿nt¿lerinden y¿ksek doĵrulukla pankreas 

segmentasyonunun ger­ekleĸtirilmesi hedeflenmiĸtir. Bu ama­ doĵrultusunda, son 

yēllarda biyomedikal gºr¿nt¿ segmentasyonunda ­ok kullanēlan derin ºĵrenme 

yºntemlerinden biri olan U-Net modeli modifiye edilerek yeni bir derin ºĵrenme modeli 

(Pascal U-Net) ºnerilmiĸtir. ¥nerilen modele ait pankreas segmentasyon sonu­larē iki 

ayrē veri seti i­in ve 7 farklē metrik ¿zerinden deĵerlendirilmiĸtir.  
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3. MATERYAL VE Y¥NTEM 

 

Pankreas segmentasyonu i­in ºnerilen Pascal U-Net modeli ve geleneksel U-Net 

modeli ile kullanēlan veri setinin ºzellikleri bu bºl¿mde detaylē olarak sunulmuĸtur. 

¥nerilen Pascal U-Net modelinin baĸarēmē iki farklē veri seti ¿zerinde denenmiĸ ve 

sonu­lar geleneksel U-Net modeli ile karĸēlaĸtērmalē olarak deĵerlendirilmiĸtir. 

 

3.1. Kullanēlan Veri Setlerinin  ¥zellikleri 

 

Bu tez ­alēĸmasēnda abdomen BT gºr¿nt¿lerinden oluĸan iki farklē veri seti 

kullanēlmēĸtēr. Bunlardan ilki The Cancer Imaging Archive (TCIA) veri tabanēndan alēnan 

halka a­ēk Pankreas BT veri setidir. Diĵeri ise Sel­uk ¦niversitesi Tēp Fak¿ltesi 

Hastanesi (S¦TFH) Radyoloji Bºl¿m¿ônden alēnan abdomen BT gºr¿nt¿lerinden oluĸan 

veri setidir. ¢alēĸmada kullanēlan bilgisayarēn ekran kartēnēn sēnērlē olmasēndan dolayē her 

iki veri setinde de her hastadan pankreasēn segmente edilebildiĵi bir kesit se­ilerek derin 

ºĵrenme modelleri i­in veri setleri oluĸturulmuĸtur. 

 

3.1.1. TCIA Pankreas BT veri seti 

 

Ger­ekleĸtirilen tez ­alēĸmasēnda kullanēlan ilk veri seti TCIA veri tabanēndan 

alēnan Pankreas BT veri setidir. Amerika Birleĸik Devletleriônde bulunan Ulusal Saĵlēk 

Enstit¿leri (National Institutes of Health) Klinik Merkeziônden alēnan bu veri setinde, 

yaĸlarē 18 ila 76 arasēnda deĵiĸen 53 erkek ve 27 kadēndan alēnmēĸ 82 adet kontrastē 

artērēlmēĸ 512 x 512 piksel boyutlarēnda BT gºr¿nt¿s¿ mevcuttur (Roth ve ark, 2016). Bu 

BT gºr¿nt¿leri toplamda 19328 kesitten oluĸmaktadēr. Ekran kartē sēnērēndan dolayē her 

hasta i­in alēnan BT kayētlarēndan bir kesit se­ilmiĸ ve ºniĸleme aĸamalarē uygulanarak 

derin ºĵrenme modellerinin eĵitim ve testi i­in toplam 82 gºr¿nt¿ i­eren bir veri seti 

oluĸturulmuĸtur. ķekil 3.1ôde TCIA veri setindeki bir orijinal BT gºr¿nt¿s¿, bu 

gºr¿nt¿n¿n etiketlenmiĸ hali ve maskesi istenilen segmentasyon sonucu verilmiĸtir. 
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                          (a)                                                     (b)                                                     (c) 

ķekil 3.1. TCIA veri setinden bir abdomen BT gºr¿nt¿s¿ (512 x 512 piksel) (a) Orijinal gºr¿nt¿ (b) 

Etiketlenen gºr¿nt¿ (c) Maske 

 

3.1.2. S¦TFH veri seti 

 

Ger­ekleĸtirilen ­alēĸmada ikinci veri seti, olarak kullanēlan gºr¿nt¿ler Sel­uk 

¦niversitesi Tēp Fak¿ltesi Hastanesi (S¦TFH) Radyoloji Bºl¿m¿ônden alēnan abdomen 

BT gºr¿nt¿lerinden oluĸturulmuĸtur. Veri setindeki abdomen BT gºr¿nt¿leri, 2 x-ēĸēnē 

t¿p¿n¿n birbirine 95 derece a­ēyla dizildiĵi, 2 adet dedektºr seti i­eren 128 sēralē ­ift 

kaynaklē BT sistemi (Somatom Definition Flash; Siemens Healthcare, Forchheim, 

Almanya) ile ­ekilmiĸtir. Ķnceleme protokol¿ 120 kVp, 512 x 512 matris ve 64 x 0.6 mm 

kolimasyon ĸeklindedir. Bu veri setindeki gºr¿nt¿ler S¦TFH Radyoloji Bºl¿m¿ônde 

alanēnda uzman bir radyolog tarafēndan etiketlenmiĸtir. ķekil 3.2ôde S¦TFH veri 

setindeki orijinal bir BT gºr¿nt¿s¿, bu gºr¿nt¿n¿n etiketlenmiĸ hali ve etiketlenen 

gºr¿nt¿n¿n maskesi verilmiĸtir. 

 

   

                              (a)                                                (b)                                                (c) 

ķekil 3.2. S¦TFH veri setinden bir abdomen BT gºr¿nt¿s¿ (512 x 512 piksel) (a) Orijinal gºr¿nt¿ (b) 

Etiketlenen gºr¿nt¿ (c) Maske 
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Bu ­alēĸmadaki S¦TFH veri seti, 28 kadēn ve 28 erkek olmak ¿zere toplamda 56 

adet hastadan alēnmēĸ abdomen BT gºr¿nt¿lerini i­ermektedir. Ekran kartēnēn izin verdiĵi 

iĸlem kapasitesine uygun olarak her hastanēn BT kayētlarēndan bir kesit se­ilmiĸ ve 

gerekli iĸlemler uygulanarak toplam 56 gºr¿nt¿den oluĸan bir veri seti oluĸturulmuĸtur.  

 

3.2. Ķki Seviyeli 2 Boyutlu Ayrēk Dalgacēk Dºn¿ĸ¿m¿ 

 

Dalgacēk dºn¿ĸ¿m¿, nesne algēlama ve sēnēflandērma i­in bir gºr¿nt¿ iĸleme 

tekniĵi olarak kullanēlmaktadēr. Dalgacēklar ge­miĸte gºr¿nt¿leri analiz etmek i­in 

uygulanmēĸ ve radar gºr¿nt¿lerinden benek g¿r¿lt¿s¿n¿n giderilmesi, y¿ksek spektral 

­ºz¿n¿rl¿kl¿ gºr¿nt¿lerin y¿ksek uzaysal ­ºz¿n¿rl¿kl¿ gºr¿nt¿lerle birleĸtirilmesi ve 

doku analizi ve sēnēflandērmasē gibi uzaktan algēlamadaki bir­ok uygulamada 

kullanēlmēĸtēr (Ghazali ve ark, 2007).  

Ayrēk Dalgacēk Dºn¿ĸ¿m¿ (ADD, Discrete Wavelet Transform)'n¿n temel fikri, 

zaman-frekans gºsterimini saĵlamaktēr. 2 boyutlu ADD, bir dizi kaydērēlmēĸ ve 

ºl­eklenmiĸ dalgacēklar ile bir gºr¿nt¿n¿n temsil edilmesidir (Ghazali ve ark, 2007). 

2 boyutlu ADD genel olarak iki aĸamadan oluĸur. Ķlk aĸamada, gºr¿nt¿ye 1 

boyutlu ADD uygulanēr, ardēndan al­ak frekans bileĸenlerini i­eren alt bant A'yē ve 

y¿ksek frekans bileĸenlerini i­eren alt bant Y'yi elde etmek i­in dikey alt ºrnekleme 

yapēlēr. Ķkinci aĸamada, A ve Y'ye baĸka bir 1 boyutlu ADD uygulanēr ve yatay alt 

ºrnekleme ile AA, AY,  YA ve YY alt bantlarē elde edilir (Chang ve Girod, 2007). 

Bir gºr¿nt¿ye bir seviyeli 2 boyutlu ADD uygulandēĵēnda al­ak frekans bilgilerini 

i­eren AA alt bant gºr¿nt¿s¿n¿n boyutu, ham gºr¿nt¿n¿n boyutunun yarēsē kadar 

olmaktadēr. AA alt bant gºr¿nt¿s¿ne iki seviyeli 2 boyutlu ADD uygulanarak AA1, AY1, 

YA1 ve YY1 alt bantlarē elde edilir. AA1, AY1, YA1 ve YY1 alt bant gºr¿nt¿lerinin 

boyutlarē ise, ham gºr¿nt¿n¿n boyutunun dºrtte biri kadar olmaktadēr. ķekil 3.3 (a)ôda bir 

seviyeli 2 boyutlu ADD, ķekil 3.3 (b)ôde ise iki seviyeli 2 boyutlu ADD iĸlemine bir 

ºrnek verilmiĸtir. 
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ķekil 3.3. Bir gºr¿nt¿n¿n ADD analizi (a) Bir seviyeli (b) Ķki seviyeli 

 

3.3. Evriĸimli Sinir Aĵlarē 

 

Hastalēk teĸhisinden elektronik devrelerin analizine, insan yazēsēnē ve dilini 

anlamadan ara­ kullanmaya daha bir­ok alanda insan zekasēna ihtiya­ duymadan bu 

aktiviteleri ger­ekleĸtirebilen sistemler Yapay Zeka olarak tanēmlanmaktadēr (Nilsson, 

2014). Son yēllarda yapay zeka alanēndaki ­alēĸmalar derin ºĵrenme modelleri ¿zerine 

yoĵunlaĸmēĸtēr. Evriĸimli Sinir Aĵlarē (ESA, Convolutional Neural Networks)ônēn temeli 

ilk olarak 1980ôli yēllarda Fukushima ve Miyake tarafēndan ortaya atēlmēĸtēr. Fukushima 

ve Miyake, Hubel ve Wieselôin maymunlar ve kuĸlarēn gºrsel korteksleri ile ilgili 

yaptēklarē ­alēĸmadan esinlenerek yayēnlarēnda evriĸim iĸleminden ve ESA modelinden 

bahsetmiĸlerdir (Fukushima ve Miyake, 1982). Her ne kadar ESAônēn temeli bu yēllara 

dayandērēlsa da LeCun ve arkadaĸlarēnēn ger­ekleĸtirdiĵi ­alēĸmalar, ESAônēn bug¿nk¿ 

seviyeye gelmesinde ºnemli rol oynamēĸtēr. LeCun ve ark., LeNet-5 adēnda farklē 

parametreler i­in uyarlanabilir aĵērlēklar ve geri besleme algoritmasē i­eren 7 seviyeli 

evriĸimli aĵē tasarlamēĸtēr. G¿n¿m¿zde ESA yapēlarē, halen daha LeCun ve ark. tarafēndan 

oluĸturulan bu LeNet-5 mimarisinden esinlenilerek ger­ekleĸtirilmektedir (LeCun ve ark, 

1998). 

Bir ESA yapēsē evriĸim katmanē, aktivasyon fonksiyonu, havuzlama katmanē, tam 

baĵlē katman ve d¿zleĸtirme katmanēndan oluĸmaktadēr. Basit bir ESA yapēsē ķekil 3.4ôte 

gºsterilmiĸtir. 

 

 

ķekil 3.4. Basit bir ESA yapēsē 
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3.3.1. Evriĸim 

 

Bir gºr¿nt¿ i­erisinde yer alan y¿ksek ve d¿ĸ¿k seviyeli ºzellikleri ­ēkarmak 

amacēyla evriĸim (konvol¿syon) iĸlemi yapēlēr. Evriĸim, matrislerden oluĸan gºr¿nt¿ 

boyunca, daha k¿­¿k boyutlu bir filtrenin uygulanmasēyla ºzellik ­ēkarēmē i­in kullanēlan 

bir iĸlemdir (Albawi ve ark, 2017). Filtrenin her bir ºĵesi ile giriĸ matrisine denk gelen 

elemanlarēn deĵerleri ­arpēlēr ve ­ēkēĸ matrisine karĸēlēk gelen konumda ­ēkēĸ deĵerini 

elde etmek i­in toplanēr. ¢ēkēĸ olarak elde edilen matris, ºzellik haritasē olarak adlandērēlēr 

(Albawi ve ark, 2017). Bu iĸlem, farklē ºzellik haritalarēnēn ­ēkarēlmasē amacēyla ­oklu 

filtreler uygulanarak t¿m giriĸ gºr¿nt¿s¿ taranēncaya dek devam eder. B¿y¿k boyutlu 

filtre kullanēlmasē evriĸim uygulandēktan sonra oluĸacak ºzellik haritasēnēn k¿­¿k 

olmasēna neden olmaktadēr. Bu durum bilgi kaybēna yol a­tēĵēndan genelde 3x3, 5x5 gibi 

k¿­¿k boyutlu filtreler kullanēlmaktadēr. 3x3 ve 5x5 boyutlarēnda ºrnek filtreler ķekil 

3.5ôte yer almaktadēr. 

 

 

(a) (b) 

 
ķekil 3.5. ¥rnek filtreler (a) 3x3 boyutlu bir filtre (b) 5x5 boyutlu bir filtre 

 

ķekil 3.5 (a)ôda yer alan 3x3 boyutlu bir filtrenin giriĸ matrisine uygulanarak 

ºzellik haritasēnēn ilk elemanēnē oluĸturan evriĸim iĸlemi ķekil 3.6ôda, ºzellik haritasēnēn 

ikinci elemanēnēn elde edildiĵi evriĸim iĸlemi ķekil 3.7ôde gºsterilmiĸtir. 
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ķekil 3.6. Bir ºzellik haritasēnēn ilk elemanēnēn evriĸim iĸlemi ile eldesi 

 

 

ķekil 3.7. Bir ºzellik haritasēnēn ikinci elemanēnēn evriĸim ile eldesi 

 

Evriĸim iĸlemi sonrasēnda ­ēkēĸ olarak elde edilen ºzellik haritasēnēn boyutu 

Eĸitlik 3.1ôde ifade edildiĵi ĸekilde hesaplanēr (Albawi ve ark, 2017). 

 

άë ĥ  ĥ ρ                                                                                       (3.1) 

 

Burada ά ĥ giriĸ matrisinin boyutunu, ί giriĸ matrisinin ­evresine eklenecek 

sēfēr sayēsēnē, ά  filtrenin boyutunu, ὥ filtrenin gºr¿nt¿y¿ tararken ilerlediĵi adēm 

sayēsēnē ve άë ĥ ­ēkēĸta elde edilen ºzellik haritasēnēn boyutunu ifade etmektedir. 
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Evriĸim iĸlemi sērasēnda giriĸ matrisine uygulanan filtre, matrisin en dēĸēnda kalan 

elemanlarēyla ºrt¿ĸememekte ve dolayēsēyla ­ēkēĸta elde edilen ºzellik haritasēnēn boyutu 

giriĸteki matrisle aynē olmamaktadēr. Bu sorunu ºnlemek amacēyla Piksel Ekleme 

(Padding) yºntemi kullanēlmaktadēr (Albawi ve ark, 2017). Piksel Ekleme 

yºntemlerinden literat¿rde en ­ok tercih edileni Sēfēr Ekleme (Zero Padding) yºntemidir. 

Sēfēr Ekleme, giriĸ matrisinin ­evresi boyunca sēfēr deĵerlerinin eklendiĵi bir tekniktir. 

ķekil 3.8ôde giriĸ matrisinin ­evresine sēfērlar eklenerek evriĸim ile elde edilen ºzellik 

haritasēna bir ºrnek verilmiĸtir. 

 

 

ķekil 3.8. Giriĸ matrisine sēfēr ekleme yºntemi uygulanarak elde edilen ºzellik matrisine bir ºrnek 

 

ķekil 3.8ôden de gºr¿lebileceĵi ¿zere 7x7 boyutlarēndaki giriĸ matrisinin 

­evresine sēfēr deĵerleri eklenerek yeni bir matris elde edilir. Sēfēr ekleme yºntemi ile 

Eĸitlik 3.1ôden faydalanarak giriĸ matrisi ile aynē boyutlarda bir ºzellik haritasē elde 

edilebilmektedir. 

Ayrēca, Eĸitlik 3.1ôde yer alan a adēm sayēsē, evriĸim iĸlemi uygulanērken filtrenin 

kaydērēlmasēyla iliĸkilidir. Kaydērma, bir filtrenin giriĸ matrisi ¿zerinde her iĸlem i­in ka­ 

birim kaydērēlacaĵēnē ifade etmektedir (Albawi ve ark, 2017). Kaydērma iĸlemine bir 

ºrnek ķekil 3.9ôda gºsterilmiĸtir. 
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ķekil 3.9. Kaydērma iĸlemine bir ºrnek (a) a adēm sayēsē 1 iken ºzellik haritasēnēn birinci elemanēnēn 

eldesi (b) a adēm sayēsē 1 iken ºzellik haritasēnēn ikinci elemanēnēn eldesi (c) a adēm sayēsē 2 iken ºzellik 

haritasēnēn birinci elemanēnēn eldesi (d) a adēm sayēsē 2 iken ºzellik haritasēnēn ikinci elemanēnēn eldesi 

 

3.3.2. Havuzlama katmanē 

 

ESAôda evriĸim katmanēndan sonra yer alan havuzlama katmanē, derin aĵlarda 

hesap y¿k¿n¿ azaltmak amacēyla kullanēlmaktadēr. Havuzlama iĸleminde gºr¿nt¿n¿n 

derinliĵi deĵiĸtirilmeden uzamsal boyutlarē d¿ĸ¿r¿lmektedir. Havuzlama katmanēndan 

ºnce elde edilen b¿y¿k ºzellik haritalarēyla ger­ekleĸtirilecek eĵitim aĸamasē, olduk­a 

fazla iĸlem y¿k¿ne sahiptir. Havuzlama katmanē vasētasēyla bu katmana giriĸ olarak 

verilen ºzellik haritalarēnēn uzamsal boyutu ve parametre sayēlarē azaltēlarak iĸlem y¿k¿ 

azaltēlmaktadēr (Albawi ve ark, 2017).  

Havuzlama yºntemlerinden yaygēn olanlarē maksimum havuzlama ve ortalama 

havuzlamadēr. Derin ºĵrenmede sēklēkla kullanēlan yºntem, yerel bºlgedeki en baskēn 

ºzelliĵi se­en maksimum havuzlama yºntemidir. Literat¿rde genellikle 2x2 maksimum 

havuzlama ile karĸēlaĸēlmaktadēr. 2x2 maksimum havuzlama iĸlemine bir ºrnek ķekil 

3.10ôda gºsterilmiĸtir. 

 



 

 

20 

 

ķekil 3.10. 2x2 maksimum havuzlama iĸlemine bir ºrnek (a) orijinal gºr¿nt¿ (b) maksimum havuzlama 

 

3.2.3. Aktivasyon fonksiyonlarē 

 

 ESAônēn ºnemli yapē taĸlarēndan olan aktivasyon fonksiyonlarē, aĵēn giriĸ 

deĵerlerini istenilen aralēkta tutmaya yarayan fonksiyonlardēr. Eĵer aktivasyon 

fonksiyonu aĵa uygulanmazsa ­ēkēĸta ¿retilen sinyal basit bir doĵrusal fonksiyon olarak 

karĸēmēza ­ēkmaktadēr. Aĵēn doĵrusal olmayan durumlarē da ºĵrenebilmesi amacēyla 

aktivasyon fonksiyonlarē kullanēlmaktadēr. Literat¿rde sēklēkla karĸēlaĸēlan aktivasyon 

fonksiyonlarē sigmoid, tanh ve ReLU fonksiyonlarēdēr. Sigmoid aktivasyon fonksiyonu 

Eĸitlik 3.2ôde, tanh aktivasyon fonksiyonu Eĸitlik 3.3ôte ve ReLU aktivasyon fonksiyonu 

Eĸitlik 3.4ôte tanēmlandēĵē gibi ifade edilir (Szandağa, 2021).   

 

ίὭὫά 
 

                                                                                                                 (3.2) 

ÔÁÎÈ 
 

                                                                                                                   (3.3) 

ὶὩὰόÍÁØ πȟὫ                                                                                                           (3.4) 

 

 Eĸitlik 3.2-3.4ôte yer alan Ὣ giriĸ deĵerini ifade etmektedir. Sigmoid aktivasyon 

fonksiyonu giriĸ deĵerlerini 0 ile 1 arasēna getirirken, tanh aktivasyon fonksiyonu ise giriĸ 

deĵerlerini -1 ile 1 arasēna getirir. ReLU aktivasyon fonksiyonu ise negatif deĵerleri 

elimine ederek pozitif deĵerlerin ge­mesini saĵlayan bir aktivasyon fonksiyonudur 

(Albawi ve ark, 2017). 
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3.3.4. D¿zleĸtirme katmanē 

 

Evriĸim katmanlarē sonucunda matris ĸeklinde elde edilen ºzellik haritalarēnēn 

segmentasyon sonucunda sēnēflandērma yapēlabilmesi amacēyla tek boyutlu vektºr haline 

dºn¿ĸt¿r¿lmesi gerekmektedir. Bu ĸekilde matris halinde olan deĵerlerin vektºrel hale 

getirilmesi iĸlemine d¿zleĸtirme denilmektedir (Jin ve ark, 2014). Bir d¿zleĸtirme iĸlemi 

ºrneĵi ķekil 3.11ôde sunulmuĸtur. 

 

 

ķekil 3.11. D¿zleĸtirme iĸlemine bir ºrnek 

 

3.3.5. Tam baĵlē katman 

 

Derin aĵlarda tam baĵlē katmana kadar olan katmanlarda ºzellik haritalarēnēn 

eldesi ve modeli d¿zleĸtirme gibi iĸlemler yapēlmaktadēr. Bu katmanda ise yapay sinir aĵē 

model yapēsēyla aynē ĸekilde, ºzellik haritalarēnēn sēnēflandērēlmasē ger­ekleĸtirilir 

(Albawi ve ark, 2017).  

  

3.3.6. Unutturma katmanē 

 

Derin ºĵrenme uygulamalarēnda, modelin eĵitimi sērasēnda veriler baĸarēlē bir 

ĸekilde ºĵrenilirken, teste gelindiĵinde bu baĸarē oranē d¿ĸ¿yorsa buna aĸērē ºĵrenme 

denir. Aĸērē ºĵrenme problemini ortadan kaldērmak amacēyla veri artērēmē yºntemi 

kullanēlēr, veri setine yeni veriler ekleyerek veri sayēsē artērēlēr veya model yapēsē i­erisine 
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unutturma katmanlarē yerleĸtirilir (Srivastava ve ark, 2014). Unutturma iĸlemine bir ºrnek 

ķekil 3.12ôde verilmiĸtir. 

 

 

ķekil 3.12. Unutturma iĸlemine bir ºrnek (a) Normal bir aĵ yapēsē (b) Unutturma katmanē eklenmiĸ bir aĵ 

yapēsē 

 

Unutturma katmanēnda, modelin eĵitimi sērasēnda modelde yer alan yapay 

nºronlar belirlenen bir oranda rastgele se­ilerek deĵerleri sēfēra eĸitlenir. Bu sayede, 

oluĸturulan aĵ ezberlemeden s¿rekli olarak aĵērlēk deĵerlerini en uygun hale getirir. 

 

3.4. U-Net Modeli 

 

Biyomedikal alanda ger­ekleĸtirilen ­alēĸmalar derin ºĵrenme modellerinin 

geliĸmesiyle hēz kazanmēĸtēr. ¥zellikle ESA temelli yapēlarēn geliĸtirilmesi bu alanda 

b¿y¿k ºnem kazanmēĸtēr. LeCun ve ark., 1998 yēlēnda oluĸturduĵu LeNet-5 modeli 

sayesinde el yazēsēyla yazēlan sayēlardan oluĸan MNIST veri setini ­ºz¿mleyen bir model 

ortaya atmēĸtēr (LeCun ve ark, 1998). Ronneberger ve ark. 2015 yēlēnda geliĸtirdikleri U-

Net modeli ile segmentasyon yarēĸmasēnda b¿y¿k bir baĸarē elde etmiĸler ve biyomedikal 

alanda ger­ekleĸtirilebilecek bir model elde ettiklerini ifade etmiĸlerdir. U-Net modeli 

ķekil 3.13ôteki gibidir (Ronneberger ve ark, 2015). 
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ķekil 3.13. U-Net modeli mimarisi (Ronneberger ve ark., 2015) 

 

U-Net modeli temel olarak kodlayēcē ve kod ­ºz¿c¿ olmak ¿zere iki bºl¿mden 

oluĸmaktadēr. Kodlayēcē bºl¿m¿nde aĵēn giriĸine verilen giriĸ gºr¿nt¿leri iki kez art arda 

evriĸim katmanēndan ge­mektedir. Bu iĸlem sonucunda elde edilen gºr¿nt¿ler ºzellik 

haritalarē olarak adlandērēlmaktadēr. Bu ºzellik haritalarēna daha sonra havuzlama iĸlemi 

uygulanarak maksimum ºzellikler korunacak ĸekilde boyutu d¿ĸ¿r¿lmektedir. Bu evriĸim 

ve havuzlama iĸlemleri giriĸe verilen gºr¿nt¿ye art arda 4 kez uygulanmakta ve 

segmentasyonu yapēlacak olan nesneyi tanēmlayan bilgi elde edilmektedir. Kod ­ºz¿c¿ 

bºl¿m¿nde ise kodlayēcē bºl¿m¿nde ger­ekleĸtirilen iĸlemlerin tam tersi 

uygulanmaktadēr. Bu bºl¿mde boyutu indirgenmiĸ olan ºzellik haritalarēna, kodlayēcē 

bºl¿m¿nden gelen ºzellik haritalarē eklenerek iki kez evriĸim iĸlemi yapēlmaktadēr. 

Ardēndan ¿st ºrnekleme yºntemiyle bu gºr¿nt¿lerin boyutlarē artērēlmaktadēr. U-Net 

modelini diĵer ESA tabanlē modellerden ayēran en ºnemli ºzellik, nesnenin konum 

bilgisini i­eren ºzellik haritalarēnēn kodlayēcē bºl¿m¿nden kod ­ºz¿c¿ bºl¿m¿ne 

doĵrudan aktarēlmasēdēr (Ronneberger ve ark, 2015). 

 

3.5. Pascal U-Net Modeli 

 

Bu ­alēĸmada U-Net modelinden ve Pascal ¿­geninden esinlenilerek Pascal U-Net 

adēnda yeni bir model geliĸtirilmiĸtir. Ayrēca Zhou ve ark.ônēn yaptēklarē ­alēĸmada 
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kullandēklarē U-Net++ modeli, Pascal U-Net modelinin geliĸtirilmesine fikir vermiĸtir 

(Zhou ve ark, 2018). Pascal U-Net modelini U-Netôten farklē kēlan en ºnemli ºzelliĵi 

kodlayēcē ve kod ­ºz¿c¿ bºl¿mleri arasēnda sadece doĵrudan baĵlantē yerine evriĸim 

katmanlarē eklenerek bir baĵlantē oluĸturulmuĸ olmasēdēr. U-Net++ modelinde bu 

baĵlantēlar birer evriĸim bloĵu ile ger­ekleĸtirilmiĸtir. Pascal U-Net modelinde, iki bºl¿m 

arasēnda bulunan bu evriĸim katmanlarē Pascal ¿­genindeki sayē dizilimine uygun olarak 

oluĸturulan evriĸim bloklarēndan meydana gelmektedir. ¥nerilen Pascal U-Net modelinin 

yapēsē ķekil 3.14ôte gºsterilmiĸtir. 

 

 

ķekil 3.14. Pascal U-Net modeli 

 

ķekil 3.14ôte gºr¿ld¿ĵ¿ gibi Pascal U-Net modelinin t¿m katmanlarē evriĸim 

bloklarēndan oluĸmaktadēr. Aĵēn giriĸine verilen BT gºr¿nt¿leri bir kez evriĸim 

uygulandēktan sonra elde edilen ºzellik haritalarē hem i­ yapēdaki evriĸim bloklarēna 

aktarēlmakta, hem doĵrudan kod ­ºz¿c¿ bºl¿m¿ne aktarēlmakta hem de havuzlama 

katmanēyla tekrar ºzellik haritalarē ­ēkarēlmaktadēr. Bu iĸlem ķekil 3.15ôte gºsterilmiĸtir. 
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Pascal U-Net modelinde t¿m katman bloklarē arasēnda birleĸtirme iĸlemi 

uygulanmaktadēr. 

 

 

ķekil 3.15. Pascal U-Net modelinde kodlayēcē bºl¿m¿ ile kod ­ºz¿c¿ bºl¿m¿ arasēndaki iĸlemler 

 

Bu ­alēĸmada ºnerilen Pascal U-Net modeline ait katman yapēsē ¢izelge 3.1ôde 

detaylē olarak verilmiĸtir. Geleneksel U-Net modelinde parametre sayēsē 7 milyon iken 

Pascal U-Net modelinde parametre sayēsē 10 milyondur. 

 

¢izelge 3.1. Pascal U-Net modeli katman yapēsē 

 
Katman Sayēsē Katman Adē 

1 Giriĸ Katmanē 

2  Evriĸim Katmanē 

3 Yēĵēn Normalizasyon Katmanē 

4 Unutturma Katmanē 

5 Havuzlama Katmanē 

6 Evriĸim Katmanē 

7 Yēĵēn Normalizasyon Katmanē 

8 Unutturma Katmanē 

9 Havuzlama Katmanē 

10 Evriĸim Katmanē 

11 Yēĵēn Normalizasyon Katmanē 

12 Unutturma Katmanē 

13 ¦st ¥rnekleme Katmanē 

14 Yēĵēn Normalizasyon Katmanē 

15 ¦st ¥rnekleme Katmanē 

16 Unutturma Katmanē 

17 Yēĵēn Normalizasyon Katmanē 

18 Birleĸtirme Katmanē 

19 Unutturma Katmanē 

20 Havuzlama Katmanē 

21 Evriĸim Katmanē 
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22 Birleĸtirme Katmanē 

23 Evriĸim Katmanē 

24 Yēĵēn Normalizasyon Katmanē 

25 Evriĸim Katmanē 

26 Yēĵēn Normalizasyon Katmanē 

27 Unutturma Katmanē 

28 Yēĵēn Normalizasyon Katmanē 

29 Unutturma Katmanē 

30 Evriĸim Katmanē 

31 Unutturma Katmanē 

32 ¦st ¥rnekleme Katmanē 

33 Yēĵēn Normalizasyon Katmanē 

34 Evriĸim Katmanē 

35 Yēĵēn Normalizasyon Katmanē 

36 Unutturma Katmanē 

37 Yēĵēn Normalizasyon Katmanē 

38 Unutturma Katmanē 

39 Evriĸim Katmanē 

40 Unutturma Katmanē 

41 Birleĸtirme Katmanē 

42 Yēĵēn Normalizasyon Katmanē 

43 Evriĸim Katmanē 

44 Evriĸim Katmanē 

45 Unutturma Katmanē 

46 Yēĵēn Normalizasyon Katmanē 

47 Yēĵēn Normalizasyon Katmanē 

48 Unutturma Katmanē 

49 ¦st ¥rnekleme Katmanē 

50 Unutturma Katmanē 

51 Evriĸim Katmanē 

52 Yēĵēn Normalizasyon Katmanē 

53 Evriĸim Katmanē 

54 Yēĵēn Normalizasyon Katmanē 

55 Unutturma Katmanē 

56 Havuzlama Katmanē 

57 Yēĵēn Normalizasyon Katmanē 

58 Unutturma Katmanē 

59 Birleĸtirme Katmanē 

60 Evriĸim Katmanē 

61 Unutturma Katmanē 

62 Birleĸtirme Katmanē 

63 Yēĵēn Normalizasyon Katmanē 

64 ¦st ¥rnekleme Katmanē 

65 Evriĸim Katmanē 

66 Unutturma Katmanē 

67 Yēĵēn Normalizasyon Katmanē 

68 Yēĵēn Normalizasyon Katmanē 

69 ¦st ¥rnekleme Katmanē 

70 Birleĸtirme Katmanē 

71 Unutturma Katmanē 

72 Unutturma Katmanē 

73 Yēĵēn Normalizasyon Katmanē 

74 Birleĸtirme Katmanē 

75 Evriĸim Katmanē 

76 Unutturma Katmanē 

77 Evriĸim Katmanē 

78 Yēĵēn Normalizasyon Katmanē 

79 Birleĸtirme Katmanē 

80 Yēĵēn Normalizasyon Katmanē 

81 Unutturma Katmanē 
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82 Evriĸim Katmanē 

83 Unutturma Katmanē 

84 Evriĸim Katmanē 

85 Yēĵēn Normalizasyon Katmanē 

86 Evriĸim Katmanē 

87 Yēĵēn Normalizasyon Katmanē 

88 Unutturma Katmanē 

89 Yēĵēn Normalizasyon Katmanē 

90 Unutturma Katmanē 

91 ¦st ¥rnekleme Katmanē 

92 Unutturma Katmanē 

93 Evriĸim Katmanē 

94 Yēĵēn Normalizasyon Katmanē 

95 Evriĸim Katmanē 

96 Yēĵēn Normalizasyon Katmanē 

97 Unutturma Katmanē 

98 Yēĵēn Normalizasyon Katmanē 

99 Unutturma Katmanē 

100 Birleĸtirme Katmanē 

101 Unutturma Katmanē 

102 Evriĸim Katmanē 

103 Birleĸtirme Katmanē 

104 Yēĵēn Normalizasyon Katmanē 

105 ¦st ¥rnekleme Katmanē 

106 Evriĸim Katmanē 

107 Unutturma Katmanē 

108 Yēĵēn Normalizasyon Katmanē 

109 Yēĵēn Normalizasyon Katmanē 

110 Evriĸim Katmanē 

111 Unutturma Katmanē 

112 Unutturma Katmanē 

113 Yēĵēn Normalizasyon Katmanē 

114 Birleĸtirme Katmanē 

115 ¦st ¥rnekleme Katmanē 

116 Unutturma Katmanē 

117 Birleĸtirme Katmanē 

118 Yēĵēn Normalizasyon Katmanē 

119 Birleĸtirme Katmanē 

120 Unutturma Katmanē 

121 Evriĸim Katmanē 

122 Birleĸtirme Katmanē 

123 Yēĵēn Normalizasyon Katmanē 

124 Birleĸtirme Katmanē 

125 Unutturma Katmanē 

126 Evriĸim Katmanē 

127 Evriĸim Katmanē 

128 Yēĵēn Normalizasyon Katmanē 

129 Yēĵēn Normalizasyon Katmanē 

130 Unutturma Katmanē 

131 Unutturma Katmanē 

132 ¦st ¥rnekleme Katmanē 

133 Evriĸim Katmanē 

134 Yēĵēn Normalizasyon Katmanē 

135 Yēĵēn Normalizasyon Katmanē 

136 Unutturma Katmanē 

137 Unutturma Katmanē 

138 Birleĸtirme Katmanē 

139 Evriĸim Katmanē 

140 Birleĸtirme Katmanē 

141 Yēĵēn Normalizasyon Katmanē 
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142 Birleĸtirme Katmanē 

143 Unutturma Katmanē 

144 Birleĸtirme Katmanē 

145 Evriĸim Katmanē 

146 Yēĵēn Normalizasyon Katmanē 

147 Unutturma Katmanē 

148 Evriĸim Katmanē 

149 ¢ēkēĸ Katmanē 

Toplam Parametre Sayēsē: 10,097,025 

 

3.6. K-Katlē ¢apraz Doĵrulama Yºntemi 

 

Makine ºĵrenmesinde veri seti, belirlenen oranda eĵitim ve test olmak ¿zere ikiye 

ayrēlabilir. Fakat veri setinin az veri i­ermesi durumunda, modelin baĸarēmēnēn 

deĵerlendirilmesi i­in bu tip bir ayērma doĵru olmamaktadēr. Bu sorunu ortadan 

kaldērmak amacēyla k-katlē ­apraz doĵrulama yºntemi kullanēlmaktadēr (Kohavi, 1995). 

Segmentasyon ­alēĸmalarēnda derin ºĵrenme yºntemleri kullanēlērken genellikle k-katlē 

­apraz doĵrulama metodu tercih edilmektedir. ¢apraz doĵrulama, temelde t¿m veri setini 

hem eĵitim hem de test verisi olarak kullanan yºntemdir. 

K-katlē ­apraz doĵrulamada t¿m veri seti k kadar kesitlere ayrēlmaktadēr. Birinci 

iterasyonda k-1 deĵeri kadar veriler eĵitim i­in kullanēlērken 1 adet kesit test i­in 

kullanēlmaktadēr. Bir sonraki katta test i­in, rastgele baĸka bir kesit ayrēlēr ve kalan k-1 

deĵeri kadar olan veriler ise eĵitim amacēyla kullanēlēr. Bu iĸlem k kadar iterasyon 

tamamlanēncaya dek devam etmektedir. ¥rnek olarak 10 katlē ­apraz doĵrulama iĸlemi 

ķekil 3.16ôda gºsterilmiĸtir. 

 

 

(a) 

 

 

(b) 

ķekil 3.16. 10 katlē ­apraz doĵrulama (a) 1. kat (b) 2. kat 

 

Bu ­alēĸmada, k-katlē ­apraz doĵrulama yºntemi sērasēyla k deĵeri 2,4 ve 6 olacak 

ĸekilde uygulanmēĸtēr.  
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4. ARAķTIRMA SONU¢LARI VE TARTIķMA 

 

Bu bºl¿mde, U-Net modeli ve ºnerilen Pascal U-Net modeli kullanēlarak elde 

edilen pankreas segmentasyon sonu­lar detaylē olarak sunulmuĸtur. Bu ­alēĸma sonu­larē, 

Python yazēlēm dilinde 6 GB NVIDIA Geforce GTX 1660 Ti ekran kartēna ve Windows 

10 iĸletim sistemine sahip bir iĸ istasyonunda alēnmēĸtēr. 

Ger­ekleĸtirilen ­alēĸmada, TCIAôdan ve S¦TFHôden alēnmēĸ olan abdomen BT 

gºr¿nt¿leri ¿zerinde hem U-Net modeli ile hem de ­alēĸmada ºnerilen Pascal U-Net 

modeli ile pankreas segmentasyonu ger­ekleĸtirilmiĸ ve sonu­larē karĸēlaĸtērmalē olarak 

sunulmuĸtur.  

Her iki modelde de yēĵēn sayēlarē sērasēyla 1ôden 10ôa kadar deĵiĸtirilmiĸ ve her 

yēĵēn sayēsē i­in on defa ­alēĸtērmaya ait sonu­lar alēnmēĸtēr. Bir yēĵēn deĵeri i­in on kez 

tekrarlanan sonu­larēn ortalamasē alēnarak sonu­lar kaydedilmiĸtir. ¢alēĸmada; 2, 4 ve 6 

katlē ­apraz doĵrulama yºntemi kullanēlmēĸtēr. T¿m ­alēĸtērmalar 500 iterasyon, 2.ρπ 

ºĵrenme oranē ve Adam optimizatºr¿ ile ger­ekleĸtirilmiĸ olup veri artērēmē (data 

augmentation) kullanēlmamēĸtēr. 

 

4.1. Veri ¥niĸleme 

 

 Veri setindeki gºr¿nt¿ler segmente edilmeden ºnce ilgili alan (region of interest) 

eldesi ve 2 boyutlu ayrēk dalgacēk dºn¿ĸ¿m¿ ile boyut azaltēmē ger­ekleĸtirilmiĸtir. 

¢alēĸmada kullanēlan her iki veri setinde bulunan t¿m gºr¿nt¿ler, 512x512 piksel 

boyutlarēndan oluĸmaktadēr. Bu boyutta gºr¿nt¿lerden oluĸan bir veri setinde her gºr¿nt¿ 

i­in derin ºĵrenme yºntemlerinin uygulanmasē hem zaman alacaĵēndan hem de iĸlem 

y¿k¿ a­ēsēndan bir problem oluĸturacaĵēndan ºncelikle veri setleri ¿zerinde ºn iĸleme 

ger­ekleĸtirilmiĸtir. Bu ºn iĸleme adēmlarē, ilgili alan tespitini ve ayrēk dalgacēk 

dºn¿ĸ¿m¿yle boyut indirgemeyi i­ermektedir.  

 

4.1.1. Ķlgili alan eldesi 

 

Bir hastadan alēnan abdomene (karēn bºlgesine) ait BT gºr¿nt¿leri 100ôden fazla 

kesit i­erebilmektedir. Gºĵ¿s kafesinin altēndan baĸlayarak kal­a kemiĵine kadar inen bu 

gºr¿nt¿lerde hastanēn v¿cudunun yer almadēĵē bºl¿mler mevcuttur. Bu bºlgeler siyah 

bºlgeler olarak tanēmlanmēĸtēr. Siyah bºlgeler, her BT gºr¿nt¿s¿ i­in hasta v¿cudunun 
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dēĸēnda kaldēĵēndan dolayē bu alanlarda pankreasē aramak iĸlem y¿k¿n¿ artērdēĵē i­in 

anlamlē olmayacaktēr. Ayrēca pankreas, her insanda farklēlēk gºsteren bir organ olmasēna 

raĵmen pankreasēn baĸ bºlgesinin baĸlangēcē hastalar arasēnda benzerlik gºstermektedir. 

Dolayēsēyla, pankreasēn olabileceĵi muhtemel bºlgeler t¿m gºr¿nt¿ler i­in belirlenmiĸ 

olup ilgili alan bºlgeleri tespit edilmiĸtir. Bu sayede b¿t¿n gºr¿nt¿lerde aynē piksel 

aralēklarē se­ilerek t¿m kesitler 256x256 boyutuna indirgenmiĸtir. Ķlgili alan eldesi 

yºntemi ile iĸlem y¿k¿ azaltēlarak zamandan tasarruf edilmiĸtir. 

ķekil 4.1ôde gºr¿ld¿ĵ¿ ¿zere pankreasēn olabileceĵi bºlgeler belirlenerek 512 x 

512 piksel boyutlarēnda olan gºr¿nt¿lerde yatay ve d¿ĸey aynē piksel aralēklarē se­ilerek 

ilgili alan belirlenmiĸtir. Bu sayede pankreasēn olmadēĵē alanlar taranmamēĸ, ayrēca bu 

iĸlemle t¿m veri setindeki gºr¿nt¿lerin boyutlarē 256 x 256 piksel olacak ĸekilde 

d¿ĸ¿r¿lerek eĵitimin daha hēzlē olmasē ve aynē anda daha fazla yēĵēnda gºr¿nt¿lerin 

alēnmasē saĵlanmēĸtēr.  

 

       

                                                  (a)                                        (b) 

ķekil 4.1. Ķlgili alan eldesine bir ºrnek (a) Ham gºr¿nt¿ (512 x 512 piksel) (b) Ķlgili alan (256 x 256 

piksel) 

 

4.1.2. Ķki seviyeli 2 boyutlu ADDônin uygulanmasē 

 

Her iki veri setinde de ilgili alan eldesinden sonra, 256 x 256 piksel boyutlarēndaki 

gºr¿nt¿lere Daubechies (db2) dalgacēk tipi ile iki seviyeli 2 boyutlu ADD uygulanarak 

gºr¿nt¿lerin boyutlarē al­ak frekans (AA) bilgileri korunarak 64 x 64 piksel haline 

getirilmiĸtir. ķekil 4.2 (a)ôda ilgili alan eldesi ile oluĸturulan gºr¿nt¿n¿n bir seviyeli 2 

boyutlu ADD sonucu, ķekil 4.2 (b)ôde bu gºr¿nt¿n¿n iki seviyeli 2 boyutlu ADD sonucu 

gºsterilmiĸtir. ķekil 4.2 (c)ôde bu gºr¿nt¿ye ait maskenin bir seviyeli 2 boyutlu ADD 

sonucu ve ķekil 4.2 (d)ôde ise iki seviyeli 2 boyutlu ADD sonucu verilmiĸtir. 
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     (a)                                         (b)                     

 

       (c)        (d) 

ķekil 4.2. Ķlgili alanē elde edilmiĸ (a) Gºr¿nt¿n¿n bir seviyeli 2 boyutlu ADD sonucu (b) Gºr¿nt¿n¿n iki 

seviyeli 2 boyutlu ADD sonucu (c) Maskenin bir seviyeli 2 boyutlu ADD sonucu (d) Maskenin iki 

seviyeli 2 boyutlu ADD sonucu 

 

4.2. Performans Deĵerlendirme Metrikleri 

 

Bu ­alēĸmada, TCIA ve S¦TFH veri setlerinden U-Net modeli ve ­alēĸmada 

ºnerilen Pascal U-Net modeli ile pankreas segmentasyonu ger­ekleĸtirilmiĸtir. Elde 

edilen segmentasyon sonu­larē i­in performans deĵerlendirme metrikleri olarak Dice 

benzerlik katsayēsē, Jaccard oranē, duyarlēlēk, ºzg¿ll¿k, yapēsal benzerlik indeksi, 

doĵruluk ve kesinlik metrikleri kullanēlmēĸtēr.  

¢alēĸmada kullanēlan yapēsal benzerlik indeksi metriĵi dēĸēndaki t¿m bu 

performans deĵerlendirme metrikleri, bir karmaĸēklēk matrisinden alēnan deĵerlerle 

form¿lize edilen metriklerdir. Hata matrisi olarak da adlandērēlan karmaĸēklēk matrisi, 

sēnēflandērma performansēnē deĵerlendirmek i­in yararlanēlan matristir (Stehman, 1997). 

ķekil 4.3ôte bir karmaĸēklēk matrisi gºsterilmiĸtir. 
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ķekil 4.3. Bir karmaĸēklēk matrisi 

 

ķekil 4.3ôte yer alan karmaĸēklēk matrisinde DP, DN, YP ve YN deĵerleri sērasēyla 

Doĵru Pozitif, Doĵru Negatif, Yanlēĸ Pozitif ve Yanlēĸ Negatif deĵerleridir.  

Doĵru Pozitif (DP): Ger­ekte pankreas olan piksellerden segmentayon sonucunda 

da pankreas olarak tahmin edilenlerinin sayēsēdēr. 

Doĵru Negatif (DN): Ger­ekte pankreasa ait olmayan piksellerden segmentasyon 

sonucunda da arkaplan olarak tahmin edilenlerinin sayēsēdēr.  

Yanlēĸ Poizitif (YP): Ger­ekte pankreasa ait olmayan piksellerden segmentasyon 

sonucunda pankreas olarak tahmin edilenlerinin sayēsēdēr. 

Yanlēĸ Negatif (YN): Ger­ekte pankreas olan piksellerden segmentasyon 

sonucunda arkaplan olarak tahmin edilenlerinin sayēsēdēr.  

 

4.2.1. Dice benzerlik katsayēsē 

 

Dice Benzerlik Katsayēsē (DBK, Dice Similarity Coefficient), medikal gºr¿nt¿ 

segmentasyonu ­alēĸmalarēnēn sonu­larēnēn analizinde literat¿rde yaygēn ĸekilde 

kullanēlan bir metriktir (Carass ve ark, 2020). DBK metriĵi Eĸitlik 4.1ôde tanēmlanmēĸtēr. 

   

Ὀὄὑ  
  

  
                                                                                                           (4.1) 

 

4.2.2. Jaccard oranē 

 

 Jaccard Oranē (JO), ºrneklerin benzerliĵini ve ­eĸitliliĵini ºl­mek i­in kullanēlan 

bir istatistiktir. Segmentasyon sonucunda elde edilen gºr¿nt¿ ve hedef gºr¿nt¿ arasēndaki 

JO, bu gºr¿nt¿lerin kesiĸimlerinin birleĸimlerine oranēdēr (Chung ve ark, 2019). JO 

metriĵi Eĸitlik 4.2ôde tanēmlandēĵē gibidir. 
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ὐὕ                                                                                                                 (4.2) 

 

4.2.3. Duyarlēlēk  

 

Derin ºĵrenme modelinin eĵitimi ve testi sonrasēnda elde edilen segmentasyon 

sonu­larēna gºre oluĸturulan karmaĸēklēk matrisinde yer alan, pankreas olarak doĵru 

sēnēflandērēlan piksellerin sayēlarēnēn ger­ekte t¿m pankreas piksellerinin  sayēsēna oranē 

duyarlēlēk (sensitivity) olarak tanēmlanēr (Yerushalmy, 1947). Doĵru pozitif oranē olarak 

da adlandērēlan duyarlēlēk metriĵi Eĸitlik 4.3 ile ifade edilir. 

   

Ὀόώὥὶὰ ὰ Ὧ                                                                                                            (4.3) 

 

4.2.4. ¥zg¿ll¿k 

 

Derin ºĵrenme modelinin eĵitimi ve testi sonrasēnda elde edilen segmentasyon 

sonu­larēna gºre oluĸturulan karmaĸēklēk matrisinde yer alan, arkaplan olarak doĵru 

sēnēflandērēlan piksellerinin sayēsēnēn t¿m arkaplan piksellerinin sayēsēna oranē duyarlēlēk 

(specificity) olarak tanēmlanēr (Yerushalmy, 1947). Doĵru negatif oranē olarak da 

adlandērēlan ºzg¿ll¿k metriĵi Eĸitlik 4.4 ile ifade edilir. 

    

vᾀὫİὰὰİὯ                                                                                                              (4.4) 

 

4.2.5. Doĵruluk  

 

Derin ºĵrenme modelinin eĵitimi ve testi sonrasēnda elde edilen segmentasyon 

sonu­larēna gºre oluĸturulan karmaĸēklēk matrisinde yer alan, doĵru olarak sēnēflandērēlan 

piksellerinin sayēsēnēn t¿m piksel sayēsēna oranē doĵruluk (accuracy) olarak tanēmlanēr. 

Doĵruluk metriĵi Eĸitlik 4.5 ile ifade edilir. 

 

ὈέøὶόὰόὯ                                                                                                  (4.5) 
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4.2.6. Kesinlik  

 

Kesinlik (precision) metriĵi, derin ºĵrenme modelinin eĵitimi ve testi sonrasēnda 

elde edilen segmentasyon sonu­larēna gºre oluĸturulan karmaĸēklēk matrisinde yer alan, 

pozitif olarak tahmin edilen piksellerden ka­ tanesinin doĵru pozitif olduĵunu ifade eder. 

Kesinlik metriĵi Eĸitlik 4.6ôdaki gibi tanēmlanēr (Fawcett, 2006). 

 

ὑὩίὭὲὰὭὯ                                                                                                               (4.6) 

 

4.2.7. Yapēsal benzerlik indeksi 

 

Yapēsal benzerlik indeksi (YBĶ, Structural Similarity Index Measure), iki gºr¿nt¿ 

arasēndaki benzerlik kalitesini ºl­en, temelde parlaklēk terimi, kontrast terimi ve yapēsal 

terim olmak ¿zere ¿­ parametreden oluĸmaktadēr (Zhou ve ark, 2004). YBĶ metriĵi Eĸitlik 

4.7-4.9ôda yer alan ifadelerden elde edilen parametreler ile Eĸitlik 4.10ôda tanēmlandēĵē 

gibi ifade edilir. 

 

ὰὼȟώ  
АА   

А  А  
                                                                                                           (4.7) 

ὧὼȟώ  
   

    
                                                                                                          (4.8) 

ίὼȟώ  
   

  
                                                                                                            (4.9) 

 

Eĸitlik 4.7-4.9 ifadelerinde yer alan А, А, „, „ ve „  terimleri, ὼ ve ώ 

gºr¿nt¿leri i­in sērasēyla yerel ortalamalar, standart sapmalar ve ­apraz kovaryans olarak 

tanēmlanmaktadēr. 

 

ὣὄdὼȟώ  ὰὼȟώ ὼὧὼȟώ ὼίὼȟώ                                                                 (4.10) 

 

Eĸitlik 4.10 i­erisinde yer alan ὰ parlaklēk, ὧ kontrast ve ί yapēsal terimleri 

karĸēlamaktadēr. 
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4.3. Pankreas Segmentasyon Sonu­larē 

 

Bu ­alēĸmada, abdomen BT gºr¿nt¿lerinden oluĸan iki farklē veri seti ¿zerinde 

pankreas segmentasyonu ger­ekleĸtirilmiĸtir. Pankreasēn segmentasyonu i­in hem U-Net 

modeli ile sonu­lar alēnmēĸ, hem de bu ­alēĸmada ºnerilen Pascal U-Net modeli 

kullanēlmēĸtēr. Farklē yēĵēn sayēlarēnda farklē katlē ­apraz doĵrulama yºntemleri ile elde 

edilen bulgular bu bºl¿mde detaylē olarak sunulmuĸtur. 

 

4.3.1. TCIA veri seti ile elde edilen segmentasyon sonu­larē 

 

¢alēĸmada ilk olarak literat¿rde sēk­a kullanēlan bir veri seti olan TCIA veri 

setindeki abdomen BT gºr¿nt¿lerinden pankreas segmentasyonu ger­ekleĸtirilmiĸtir. 

Burada ºncelikle abdomen BT gºr¿nt¿lerinden ilgili alan eldesi ger­ekleĸtirilmiĸ ve 2 

seviyeli 2 boyutlu dalgacēk transformu ile boyut azaltēmē yapēlmēĸtēr. ¥niĸleme sonrasē 

elde edilen boyutu azaltēlmēĸ ilgili alan gºr¿nt¿lerinden oluĸan veri seti ¿zerinde ilk 

olarak U-Net modeli ile pankreas segmentasyonu ger­ekleĸtirilmiĸtir. Segmentasyon 

sonu­larē 7 farklē metrik kullanēlarak deĵerlendirilmiĸtir. Daha sonra aynē veri seti 

¿zerinde aynē segmentasyon iĸlemi ­alēĸmada ºnerilen Pascal U-Net modeli ile 

ger­ekleĸtirilmiĸ ve sonu­lar her iki derin ºĵrenme modeli i­in de detaylē olarak ¢izelge 

4.1-4.6ôda sunulmuĸtur. ¢izelgelerden de gºr¿lebileceĵi gibi ger­ekleĸtirilen derin 

ºĵrenme modellerinin baĸarēmē DBK, JO, duyarlēlēk, ºzg¿ll¿k, YBĶ, doĵruluk ve kesinlik 

metrikleri kullanēlarak deĵerlendirilmiĸtir. Ayrēca bu ­izelgelerde her durum i­in ­apraz 

doĵrulama kullanēldēĵēnda algoritmanēn ortalama ­alēĸma s¿resi (eĵitim ve test s¿resi 

toplamē) da sunulmuĸtur. 

 

4.3.1.1. U-Net modeli ile elde edilen segmentasyon sonu­larē 

 

U-Net modeline ait sērasēyla 1ôden 10ôa kadar yēĵēn boyutlarēnda onar kez 

­alēĸtērēlēp ortalamalarē alēnarak elde edilen segmentasyon sonu­larē DBK, JO, duyarlēlēk, 

ºzg¿ll¿k, YBĶ, doĵruluk ve kesinlik performans metrikleri temel alēnarak 

deĵerlendirilmiĸtir. ¢apraz doĵrulama kullanēlarak ger­ekleĸtirilen segmentasyon 

sonu­larē 2, 4 ve 6 kat ­apraz doĵrulama i­in ¢izelge 4.1-4.3ôte sunulmuĸtur. 
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¢izelge 4.1. TCIA veri setinde U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē  

(2 katlē ­apraz doĵrulama i­in) 

 
Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 65.20 48.69 60.17 99.00 86.13 95.87 73.87 0.17.31 

2 64.37 47.59 58.96 99.02 85.71 95.61 73.71 0.09.02 

3 58.89 41.96 54.16 98.76 83.34 95.43 66.68 0.05.46 

4 56.81 40.11 53.36 98.56 82.32 95.22 62.97 0.05.21 

5 55.81 39.31 51.56 98.60 82.43 95.18 62.52 0.06.49 

6 52.45 36.02 49.21 98.37 81.25 94.90 57.88 0.04.02 

7 52.14 35.61 48.88 98.30 81.23 94.80 56.84 0.04.07 

8 54.89 37.81 51.30 98.50 82.02 95.05 60.99 0.04.30 

9 50.54 34.13 46.24 98.41 80.97 94.79 57.13 0.04.12 

10 53.63 37.00 50.50 98.39 81.63 94.96 58.88 0.04.28 

 

 ¢izelge 4.1ôde U-Net modeli ile TCIA veri setinde 1ôden 10ôa kadar farklē yēĵēn 

miktarlarē i­in 2 katlē ­apraz doĵrulama ile ger­ekleĸtirilen pankreas segmentasyon 

sonu­larēnda elde edilen en iyi deĵerler koyu renk ile belirtilmiĸtir. ¢izelgedeki sonu­lar 

faydalanēlan her bir metrik ve yēĵēn deĵeri i­in analiz edildiĵinde; en iyi DBK, JO, 

duyarlēlēk, YBĶ, doĵruluk ve kesinlik sonu­larē olan %65.20, %48.69, %60.17, %86.13, 

%95.87 ve %73.87 sonu­larēna yēĵēn deĵeri 1 iken ulaĸēldēĵē gºr¿l¿r. Yalnēzca ºzg¿ll¿k 

metriĵi bakēmēndan deĵerlendirildiĵinde en iyi sonucun yēĵēn sayēsē 2 iken %99.02 

olduĵu gºr¿l¿r. ¢izelgeye gºre ortalama ­alēĸma s¿relerinin; yēĵēn sayēsē 6ôdan k¿­¿k 

alēndēĵēnda, 6 ve daha b¿y¿k yēĵēn sayēlarēna gºre daha fazla olduĵu gºr¿lmektedir. Yēĵēn 

miktarē 1 olarak alēndēĵēnda ortalama s¿re 17 dakika iken, yēĵēn sayēsē 6 alēndēĵēnda 4 

dakikadēr. 

 

¢izelge 4.2. TCIA veri setinde U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē  

(4 katlē ­apraz doĵrulama i­in) 

 
Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 
S¿re 

(sa.dk.sn) 

1 68.36 52.12 64.03 99.02 87.35 96.17 75.46 0.29.53 

2 65.30 48.82 60.76 98.93 85.96 95.95 72.81 0.18.13 

3 62.47 45.97 57.72 98.86 84.85 95.80 70.57 0.13.22 

4 61.07 44.51 57.15 98.74 84.03 95.67 67.88 0.11.46 

5 60.17 43.50 56.58 98.67 83.54 95.59 66.25 0.10.29 

6 58.34 41.73 53.84 98.70 83.09 95.52 65.72 0.09.48 

7 56.65 40.11 52.31 98.62 82.73 95.39 63.73 0.09.09 

8 55.90 39.43 52.31 98.50 82.28 95.28 61.57 0.09.05 

9 55.00 38.64 51.36 98.46 82.10 95.21 60.44 0.08.35 

10 57.24 40.69 53.85 98.53 82.62 95.36 62.73 0.08.29 
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¢izelge 4.2ôde ºniĸleme sonrasē boyutlarē azaltēlmēĸ ilgili alan gºr¿nt¿lerinden 

oluĸturulan TCIA veri setinde 4 katlē ­apraz doĵrulama kullanēlarak U-Net ile elde edilen 

pankreas segmentasyon sonu­larē sunulmuĸtur. ¢izelge 4.2 t¿m yēĵēn sayēlarē ve her bir 

metrik i­in deĵerlendirildiĵinde; en iyi DBK, JO, duyarlēlēk, ºzg¿ll¿k, YBĶ, doĵruluk ve 

kesinlik sonu­larēnēn yēĵēn sayēsē 1 iken %68.36, %52.12, %64.03, %99.02, %87.35, 

%96.17 ve %75.46 olarak bulunduĵu gºr¿l¿r. ¢izelgeye gºre, 2 katlē ­apraz doĵrulama 

ile elde edilen ¢izelge 4.1ôdeki sonu­lardan farklē olarak, yēĵēn sayēsē arttēk­a derin 

ºĵrenme modelinin ortalama ­alēĸma s¿resi kēsalmaktadēr. Buna gºre; yēĵēn sayēsē 1 

olduĵunda s¿re 29 dakika iken, yēĵēn sayēsē 10 olduĵunda bu s¿renin 8 dakikaya d¿ĸt¿ĵ¿ 

gºzlenmiĸtir. 

 

¢izelge 4.3. TCIA veri setinde U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē  

(6 katlē ­apraz doĵrulama i­in) 

 
Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 
S¿re 

(sa.dk.sn) 

1 70.24 53.99 65.96 99.08 88.08 96.29 77.21 0.49.10 

2 65.73 49.21 61.44 98.95 86.15 95.81 73.45 0.31.47 

3 63.92 47.35 59.82 98.86 85.13 95.87 70.86 0.22.33 

4 62.31 45.65 58.05 98.82 84.57 95.77 69.81 0.19.14 

5 60.70 44.24 56.86 98.72 83.96 95.64 67.24 0.17.05 

6 59.92 43.26 55.78 98.71 83.70 95.59 66.76 0.16.10 

7 57.71 41.13 53.55 98.65 82.92 95.46 64.67 0.15.35 

8 57.65 40.96 54.01 98.60 82.67 95.44 64.11 0.14.42 

9 57.09 40.40 53.44 98.56 82.65 95.37 62.94 0.14.07 

10 55.52 39.12 51.93 98.50 82.27 95.26 61.21 0.13.31 

 

U-Net modeli ile ºniĸleme sonrasē oluĸturulan TCIA veri setinde 6 katlē ­apraz 

doĵrulama kullanēlarak elde edilen segmentasyon sonu­larē ¢izelge 4.3ôte sunulmuĸtur. 

Kullanēlan metrikler ve t¿m yēĵēn sayēlarē a­ēsēndan en iyi sonu­lar ¢izelge 4.3ôte koyu 

renk ile belirtilmiĸtir. ¢izelgeden de gºr¿lebileceĵi ¿zere; DBK, JO, duyarlēlēk, ºzg¿ll¿k, 

YBĶ, doĵruluk ve kesinlik metrikleri bakēmēndan en iyi sonu­lar yēĵēn sayēsē 1 iken 

%70.24, %53.99, %65.96, %99.08, %88.08, %96.29 ve %77.21 olarak alēnmēĸtēr. Yine 

¢izelge 4.3ôe gºre yēĵēn sayēsē arttēk­a ortalama ­alēĸma s¿relerinde azalma 

gºr¿lmektedir. Buna gºre; yēĵēn sayēsē 1 olduĵunda ­alēĸma s¿resinin 49 dakika, 10 

olduĵunda ise 13 dakika olduĵu gºzlenmiĸtir. 

Ger­ekleĸtirilen ­alēĸmada, TCIA veri seti ¿zerinde U-Net modeli kullanēlarak 2, 

4 ve 6 katlē ­apraz doĵrulama ile onar kere ­alēĸtērmada elde edilen en d¿ĸ¿k ortalama ve 

en y¿ksek DBK deĵerlerine sahip sonu­lar i­in ķekil 4.4-4.6ôda gºrsel bir karĸēlaĸtērma 

sunulmuĸtur. 
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                (a)              (b) DBK=%27.23     (c) DBK=%44.33      (d) DBK=%42.93 

ķekil 4.4. En d¿ĸ¿k DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef 

gºr¿nt¿, (b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz 

doĵrulama sonucu  

 

    

                (a)              (b) DBK=%50.10     (c) DBK=%65.23      (d) DBK=%72.35 

ķekil 4.5. Orta DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef gºr¿nt¿, 

(b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz doĵrulama 

sonucu 

 

    

                (a)              (b) DBK=%90.10     (c) DBK=%93.70      (d) DBK=%92.64 

ķekil 4.6. En y¿ksek DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef 

gºr¿nt¿, (b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz 

doĵrulama sonucu 

 

4.3.1.2. Pascal U-Net modeli ile bulunan segmentasyon sonu­larē 

 

Sērasēyla 1ôden 10ôa kadar yēĵēn miktarlarē i­in onar defa ­alēĸtērēlēp ortalamalarē 

alēnarak elde edilen, Pascal U-Net modeline ait segmentasyon sonu­larē DBK, JO, 

duyarlēlēk, ºzg¿ll¿k, YBĶ, doĵruluk ve kesinlik performans metrikleri temel alēnarak 

deĵerlendirilmiĸtir. ¢apraz doĵrulama kullanēlarak ger­ekleĸtirilen segmentasyon 

sonu­larē 2, 4 ve 6 kat ­apraz doĵrulama i­in ¢izelge 4.4-4.6ôda sunulmuĸtur. 
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¢izelge 4.4. TCIA veri setinde Pascal U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē  

(2 katlē ­apraz doĵrulama i­in) 

 
Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 30.00 17.85 21.13 99.15 82.42 94.50 61.31 0.43.59 

2 65.35 48.19 56.51 99.36 87.97 96.00 82.65 0.30.36 

3 68.74 52.31 60.40 99.39 88.81 96.21 83.23 0.31.01 

4 67.92 51.41 60.95 99.28 88.04 96.13 80.66 0.30.42 

5 67.63 51.33 60.14 99.33 88.23 96.15 81.33 0.29.57 

6 65.47 48.64 58.28 99.30 87.42 96.02 80.75 0.26.43 

7 64.13 47.12 56.59 99.32 86.76 96.03 81.05 0.25.41 

8 63.97 47.26 59.60 99.09 85.44 95.96 76.61 0.25.18 

9 63.97 46.74 58.15 99.28 85.40 96.04 80.55 0.25.39 

10 62.44 45.69 60.60 98.96 82.42 95.87 74.77 0.24.39 

 

¢izelge 4.4ôte Pascal U-Net modeli ile TCIA veri setinde 1ôden 10ôa kadar farklē 

yēĵēn deĵerleri ve 2 katlē ­apraz doĵrulama i­in ger­ekleĸtirilen pankreas segmentasyon 

sonu­larēnda elde edilen en iyi deĵerler koyu renk ile belirtilmiĸtir. ¢izelgedeki sonu­lar 

her bir metrik ve yēĵēn deĵeri i­in analiz edildiĵinde; en iyi DBK, JO, ºzg¿ll¿k, YBĶ, 

doĵruluk ve kesinlik sonu­larē olan %68.74, %52.31, %99.39, %88.81, %96.21 ve 

%83.23 sonu­larēna yēĵēn deĵeri 3 iken ulaĸēldēĵē gºr¿l¿r. Yalnēzca, duyarlēlēk metriĵi 

bakēmēndan deĵerlendirildiĵinde en iyi sonucun yēĵēn sayēsē 4 iken %60.95 alēndēĵē 

gºr¿l¿r. ¢izelge 4.4ôe gºre yēĵēn sayēsē arttēk­a modellerin ortalama ­alēĸma s¿releri 

azalmaktadēr. Buna gºre; yēĵēn sayēsē 1 iken ortalama 44 dakika s¿ren ­alēĸma s¿resinin, 

yēĵēn sayēsē 10 olarak alēndēĵēnda ortalama 24 dakika s¿rd¿ĵ¿ gºzlenmiĸtir. 

 

¢izelge 4.5. TCIA veri setinde Pascal U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē 

(4 katlē ­apraz doĵrulama i­in) 

 

Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 29.25 17.85 20.62 99.13 82.46 94.60 59.55 1.58.19 

2 67.43 51.04 57.47 99.47 89.26 96.05 84.75 1.16.57 

3 69.73 53.93 61.02 99.42 89.62 96.37 84.03 1.18.12 

4 69.80 53.78 61.65 99.38 89.45 96.36 83.30 1.14.33 

5 70.27 54.31 63.14 99.33 89.33 96.37 82.39 1.11.40 

6 68.96 53.08 61.91 99.29 88.83 96.30 81.22 1.11.07 

7 68.53 52.46 60.65 99.37 86.97 96.32 82.94 1.10.23 

8 68.29 52.03 60.70 99.35 88.77 96.31 82.78 1.08.26 

9 66.76 50.35 59.45 99.32 88.00 96.24 81.89 1.08.31 

10 67.12 50.89 63.25 99.08 87.07 96.18 77.59 1.06.06 

 

 Pascal U-Net modeli ile 1ôden 10ôa kadar farklē yēĵēn sayēlarē ve 4 katlē ­apraz 

doĵrulama i­in TCIA veri setinde ger­ekleĸtirilen pankreas segmentasyon sonu­larēnda, 

her bir metrik i­in en iyi deĵerler ¢izelge 4.5ôte koyu renk ile belirtilmiĸtir. T¿m metrikler 

ve her bir yēĵēn deĵeri i­in ­izelgedeki sonu­lar incelendiĵinde; yēĵēn sayēsē 5 iken en iyi 
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DBK ve JO sonu­larēnēn %70.27 ve %54.31, en iyi duyarlēlēk sonucunun yēĵēn sayēsē 10 

iken %63.25, ºzg¿ll¿k ve kesinlik metriklerine gºre en iyi sonu­larēn yēĵēn sayēsē 2 iken 

%99.47 ve %84.75 olarak alēndēĵē ve yēĵēn sayēsē 3 iken en iyi YBĶ sonucunun %89.62 

olduĵu gºr¿l¿r. Ayrēca en iyi doĵruluk sonucunun, yēĵēn sayēsē hem 3 hem de 5 

alēndēĵēnda %96.37 olarak elde edildiĵi gºr¿l¿r. ¢izelge 4.5ôten de gºr¿lebileceĵi ¿zere 

yēĵēn miktarē arttēk­a derin ºĵrenme aĵēnēn ­alēĸma s¿resi azalmaktadēr. Buna gºre; en 

uzun ortalama ­alēĸma s¿resinin yēĵēn sayēsē 1 iken 1 saat 58 dakika, en kēsa ortalama 

­alēĸma s¿resinin ise yēĵēn sayēsē 10 iken 1 saat 6 dakika s¿rd¿ĵ¿ gºzlenmiĸtir. 

 

¢izelge 4.6. TCIA veri setinde Pascal U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē  

(6 katlē ­apraz doĵrulama i­in) 

 

Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 29.79 18.99 22.79 98.53 81.79 94.11 56.60 3.13.33 

2 68.39 52.40 58.69 99.48 89.61 96.07 84.73 2.03.37 

3 70.73 55.12 62.36 99.43 89.93 96.42 84.56 2.08.15 

4 70.36 54.55 62.50 99.39 89.70 96.38 83.53 2.02.10 

5 71.35 55.73 64.15 99.37 89.75 96.43 83.37 1.58.49 

6 70.66 54.96 63.83 99.32 89.46 96.38 82.39 1.55.37 

7 69.80 53.96 62.78 99.33 89.27 96.36 82.57 1.54.39 

8 69.49 53.51 62.51 99.35 89.14 96.37 82.87 1.52.55 

9 69.22 53.30 63.01 99.29 88.85 96.32 81.67 1.51.32 

10 68.48 52.46 62.20 99.30 88.48 96.32 81.93 1.49.30 

 

Pascal U-Net modeli ile ºniĸleme sonrasē oluĸturulan TCIA veri setinde 6 katlē 

­apraz doĵrulama ve 1ôden 10ôa kadar farklē yēĵēn deĵerleri i­in ger­ekleĸtirilen pankreas 

segmentasyon sonu­larē ¢izelge 4.6ôda sunulmuĸtur. ¢izelge 4.6ôdaki sonu­lar her bir 

metrik ve yēĵēn deĵeri i­in deĵerlendirildiĵinde; koyu renk ile belirtilen en iyi DBK, JO, 

duyarlēlēk ve doĵruluk sonu­larē olan %71.35, %55.73, %64.15 ve %96.43 sonu­larēna 

yēĵēn deĵeri 5 iken ulaĸēldēĵē gºr¿l¿r. YBĶ metriĵi a­ēsēndan en iyi deĵer olan %89.93 

sonucunun yēĵēn sayēsē 3 iken elde edildiĵi gºr¿l¿r. Ayrēca, ºzg¿ll¿k ve kesinlik 

metrikleri bakēmēndan deĵerlendirildiĵinde en iyi sonu­larēn yēĵēn sayēsē 2 iken %99.48 

ve %84.73 alēndēĵē gºr¿l¿r. ¢izelge 4.6ôya gºre yēĵēn sayēsē arttēk­a modellerin ortalama 

­alēĸma s¿releri azalmaktadēr. Buna gºre; yēĵēn sayēsē 1 iken ortalama ­alēĸma s¿resi 3 

saat 13 dakika iken, yēĵēn sayēsē 10 olarak alēndēĵēnda ortalama 1 saat 49 dakika s¿rd¿ĵ¿ 

gºzlenmiĸtir. 

Ger­ekleĸtirilen ­alēĸmada, TCIA veri seti ¿zerinde Pascal U-Net modeli 

kullanēlarak 2, 4 ve 6 katlē ­apraz doĵrulama ile onar defa ­alēĸtērmada elde edilen en 
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d¿ĸ¿k ortalama ve en y¿ksek DBK deĵerlerine sahip sonu­lar i­in karĸēlaĸtērma ķekil 4.7-

4.9ôda gºsterilmiĸtir. 

 

    

                (a)              (b) DBK=%0.96           (c) DBK=%0           (d) DBK=%0.92 

ķekil 4.7. En d¿ĸ¿k DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef 

gºr¿nt¿, (b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz 

doĵrulama sonucu 

 

    

                (a)              (b) DBK=%53.23     (c) DBK=%56.88      (d) DBK=%52.54 

ķekil 4.8. Orta DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef gºr¿nt¿, 

(b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz doĵrulama 

sonucu 

 

    

                (a)              (b) DBK=%86.56     (c) DBK=%89.55      (d) DBK=%86.56 

ķekil 4.9. En y¿ksek DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef 

gºr¿nt¿, (b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz 

doĵrulama sonucu 

 

4.3.2. S¦TFH veri seti ile elde edilen segmentasyon sonu­larē 

 

Ger­ekleĸtirilen tez ­alēĸmasēnda, S¦TFHôden alēnan abdomen BT 

gºr¿nt¿lerinden ºniĸleme uygulanarak oluĸturulan veri setinde pankreas segmentasyonu 

ger­ekleĸtirilmiĸtir. Bu veri setinde de ºncelikle abdomen BT gºr¿nt¿lerinden ilgili alan 

eldesi ger­ekleĸtirilmiĸ ve 2 seviyeli 2 boyutlu ADD ile boyut azaltēmē yapēlmēĸtēr. Ķlgili 

alan eldesi ve boyut azaltēmē iĸlemlerinden sonra elde edilen gºr¿nt¿lerden oluĸan veri 

seti ¿zerinde ilk olarak U-Net modeli ile pankreas segmentasyonu ger­ekleĸtirilmiĸtir. 
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Segmentasyon sonu­larē 7 farklē metrik kullanēlarak deĵerlendirilmiĸtir. Daha sonra aynē 

veri seti ¿zerinde aynē segmentasyon iĸlemi ­alēĸmada ºnerilen Pascal U-Net modeli ile 

ger­ekleĸtirilmiĸ ve sonu­lar her iki derin ºĵrenme modeli i­in de detaylē olarak ¢izelge 

4.7-4.12ôde sunulmuĸtur. ¢izelgelerden de gºr¿lebileceĵi gibi ger­ekleĸtirilen derin 

ºĵrenme modellerinin baĸarēmē DBK, JO, duyarlēlēk, ºzg¿ll¿k, YBĶ, doĵruluk ve kesinlik 

metrikleri kullanēlarak deĵerlendirilmiĸtir. Ayrēca bu ­izelgelerde verilen s¿re deĵerleri, 

eĵitim ve test s¿resi toplamēdēr.  

 

4.3.2.1. U-Net modeli ile elde edilen segmentasyon sonu­larē 

 

U-Net modelinde S¦TFH veri seti ¿zerinde sērasēyla 1ôden 10ôa kadar yēĵēn 

boyutlarēnda onar kez ­alēĸtērēlēp ortalamalarē alēnarak elde edilen segmentasyon 

sonu­larē DBK, JO, duyarlēlēk, ºzg¿ll¿k, YBĶ, doĵruluk ve kesinlik performans metrikleri 

temel alēnarak deĵerlendirilmiĸtir. ¢apraz doĵrulama kullanēlarak ger­ekleĸtirilen 

segmentasyon sonu­larē 2, 4 ve 6 kat ­apraz doĵrulama i­in ¢izelge 4.7-4.9ôda 

sunulmuĸtur. 

 

¢izelge 4.7. S¦TFH veri setinde U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē  

(2 katlē ­apraz doĵrulama i­in) 

 

Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 63.51 47.14 58.58 98.79 84.72 93.76 72.95 0.08.09 

2 60.35 44.26 55.98 98.59 82.87 93.53 68.13 0.06.38 

3 58.51 41.75 54.97 98.38 81.71 93.32 64.93 0.04.05 

4 54.23 38.22 51.11 98.26 79.96 93.10 61.36 0.03.36 

5 53.43 37.46 49.93 98.19 79.89 93.02 60.01 0.03.27 

6 53.12 37.11 49.75 98.13 79.66 92.96 59.09 0.03.25 

7 52.53 36.71 48.96 98.17 79.62 92.97 58.81 0.03.36 

8 51.92 36.22 48.64 98.03 79.25 92.86 57.01 0.03.27 

9 54.08 38.20 49.83 98.27 80.54 93.09 61.01 0.03.30 

10 51.27 35.20 47.17 98.14 79.21 92.93 57.71 0.03.21 

 

 ¢izelge 4.7ôde S¦TFH veri setinde U-Net modelinde 2 katlē ­apraz doĵrulama ile 

1ôden 10ôa kadar farklē yēĵēn deĵerleri i­in ger­ekleĸtirilen pankreas segmentasyon 

sonu­larē sunulmuĸ ve 7 farklē performans deĵerlendirme metriĵi i­in en iyi sonu­lar 

koyu renk ile belirtilmiĸtir. ¢izelgeye gºre sonu­lar her bir metrik ve yēĵēn deĵeri i­in 

deĵerlendirildiĵinde; en iyi DBK, JO, duyarlēlēk, doĵruluk, ºzg¿ll¿k, YBĶ, doĵruluk ve 

kesinlik sonu­larē olan %63.51, %47.14, %58.58, %98.79, %84.72, %93.76 ve %72.95 
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sonu­larēna yēĵēn deĵeri 1 iken ulaĸēldēĵē gºr¿l¿r. ¢izelge 4.7ôye gºre yēĵēn sayēsē arttēk­a 

modellerin ortalama ­alēĸma s¿releri azalmaktadēr. Buna gºre; yēĵēn sayēsē 1 iken 

ortalama ­alēĸma s¿resi 8 dakika iken, yēĵēn sayēsē 10 olarak alēndēĵēnda ortalama 3 

dakika s¿rd¿ĵ¿ gºzlenmiĸtir. 

 

¢izelge 4.8. S¦TFH veri setinde U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē  

(4 katlē ­apraz doĵrulama i­in) 

 

Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 66.96 50.89 63.48 98.85 85.66 93.90 75.42 0.23.07 

2 65.59 49.62 60.81 98.85 85.43 93.90 74.53 0.15.23 

3 62.15 46.24 59.12 98.59 83.52 93.56 69.25 0.10.07 

4 60.40 44.38 56.95 98.50 82.68 93.45 67.56 0.09.08 

5 59.49 43.59 56.49 98.39 82.09 93.35 65.65 0.08.32 

6 57.37 41.75 54.16 98.34 81.24 93.22 63.63 0.08.09 

7 56.69 40.88 53.14 98.32 81.07 93.20 63.20 0.08.09 

8 57.84 41.82 54.91 98.30 81.39 93.23 63.64 0.07.50 

9 55.71 39.97 52.51 98.26 80.73 93.13 61.70 0.07.44 

10 57.02 40.88 54.03 98.29 81.11 93.19 62.92 0.07.49 

 

 Sērasēyla 1ôden 10ôa kadar olan farklē yēĵēn sayēlarēnda U-Net modelinde 4 katlē 

­apraz doĵrulama ile ger­ekleĸtirilen pankreas segmentasyonu sonu­larē ¢izelge 4.8ôde 

sunulmuĸtur. ¢izelgede her bir metrik ve farklē yēĵēn deĵerlerinde elde edilen en iyi 

sonu­lar koyu renk ile belirtilmiĸtir. Buna gºre; DBK, JO, duyarlēlēk, YBĶ ve kesinlik 

metrikleri bakēmēndan en iyi deĵerler yēĵēn sayēsē 1 olduĵunda %66.96, %50.89, %63.48, 

%85.66 ve %75.42 olarak bulunduĵu gºr¿l¿r. ¥zg¿ll¿k ve doĵruluk metrikleri i­in 

deĵerlendirildiĵinde ise yēĵēn sayēsē hem 1 hem de 2 alēndēĵēnda en iyi deĵerlerin %98.85 

ve %93.90 olduĵu gºr¿l¿r. ¢izelge 4.8ôden de gºr¿lebileceĵi ¿zere yēĵēn sayēlarē d¿ĸ¿k 

olduĵunda ortalama ­alēĸma s¿releri, yēĵēn sayēlarēnēn b¿y¿k alēndēĵē ortalama ­alēĸma 

s¿relerine gºre daha uzundur. Yēĵēn sayēsē 1 alēndēĵēnda derin ºĵrenme modelinin 

ortalama ­alēĸma s¿resi 23 dakika iken, yēĵēn sayēsē 9 iken ortalama 7 dakika olduĵu 

gºzlenmiĸtir. 
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¢izelge 4.9. S¦TFH veri setinde U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē  

(6 katlē ­apraz doĵrulama i­in) 

 

Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 68.05 52.01 64.00 98.94 86.68 93.99 76.95 0.35.20 

2 66.22 50.08 62.05 98.85 85.66 93.91 74.55 0.24.20 

3 64.28 48.36 60.86 98.71 84.59 93.73 72.06 0.16.39 

4 62.49 46.62 59.25 98.59 83.65 93.58 69.65 0.15.01 

5 60.97 45.12 57.69 98.60 82.93 93.53 69.00 0.13.37 

6 59.25 43.45 56.68 98.42 81.96 93.36 65.76 0.13.00 

7 57.48 41.89 55.04 98.30 81.25 93.21 63.59 0.12.12 

8 57.48 41.45 54.78 98.32 81.23 93.23 63.78 0.12.32 

9 58.66 42.96 55.64 98.41 81.98 93.32 65.12 0.12.39 

10 55.98 40.21 52.98 98.25 80.78 93.13 62.03 0.12.17 

  

U-Net modeli ile 1ôden 10ôa kadar farklē yēĵēn deĵerleri i­in 6 katlē ­apraz 

doĵrulama kullanēlarak elde edilen pankreas segmentasyon sonu­larē ¢izelge 4.9ôda 

sunulmuĸtur. ¢izelge 4.9ôda farklē yēĵēn sayēlarē ve her bir metrik i­in elde edilen sonu­lar 

deĵerlendirildiĵinde; DBK, JO, duyarlēlēk, ºzg¿ll¿k, YBĶ, doĵruluk ve kesinlik metrikleri 

bakēmēndan en iyi sonu­larēn %68.05, %52.01, %64.00, %98.94, %86.68, %93.99 ve 

%76.95 olarak yēĵēn sayēsē 1 iken alēndēĵē gºr¿l¿r. ¢izelgeye gºre; yēĵēn sayēsē 1 ve 2 

alēndēĵēnda derin ºĵrenme modelinin ortalama ­alēĸma s¿resinin, yēĵēn sayēsē 2 ve daha 

b¿y¿k alēndēĵēndaki ortalama ­alēĸma s¿resine gºre daha uzun olduĵu gºr¿l¿r. Yēĵēn 

sayēsē 1 iken bu s¿renin 35 dakika olduĵu, yēĵēn sayēsē 7 alēndēĵēnda ise en kēsa s¿re olan 

12 dakika olduĵu gºzlenmiĸtir. 

Ger­ekleĸtirilen ­alēĸmada, U-Net modeli ile S¦TFH veri seti ¿zerinde 2, 4 ve 6 

katlē ­apraz doĵrulama ile elde edilen en d¿ĸ¿k ortalama ve en y¿ksek DBK deĵerlerine 

sahip sonu­lar i­in karĸēlaĸtērma ķekil 4.10-4.12ôde gºsterilmiĸtir. 

 

    

                (a)              (b) DBK=%21.89     (c) DBK=%4.38      (d) DBK=%16.41 

ķekil 4.10. En d¿ĸ¿k DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef 

gºr¿nt¿, (b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz 

doĵrulama sonucu 
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                (a)              (b) DBK=%71.04     (c) DBK=%78.18      (d) DBK=%73.91 

ķekil 4.11. Orta DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef gºr¿nt¿, 

(b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz doĵrulama 

sonucu 

 

    

                (a)              (b) DBK=%90.09     (c) DBK=%89.22      (d) DBK=%88.80 

ķekil 4.12. En y¿ksek DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef 

gºr¿nt¿, (b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz 

doĵrulama sonucu 

 

4.3.2.2. Pascal U-Net modeli ile elde edilen segmentasyon sonu­larē 

 

S¦TFH veri seti ¿zerinde sērasēyla 1ôden 10ôa kadar yēĵēn miktarēnda Pascal U-

Net modeli ile onar defa ­alēĸtērēlēp ortalamalarē alēnarak elde edilen segmentasyon 

sonu­larē DBK, JO, duyarlēlēk, ºzg¿ll¿k, YBĶ, doĵruluk ve kesinlik performans metrikleri 

temel alēnarak deĵerlendirilmiĸtir. ¢apraz doĵrulama kullanēlarak ger­ekleĸtirilen 

segmentasyon sonu­larē 2, 4 ve 6 kat ­apraz doĵrulama i­in ¢izelge 4.10-4.12ôde 

sunulmuĸtur. 

 

¢izelge 4.10. S¦TFH veri setinde Pascal U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē 

(2 katlē ­apraz doĵrulama i­in) 

 

Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 40.58 34.24 49.34 94.17 76.53 89.02 38.86 0.32.01 

2 61.47 45.32 52.17 99.20 86.28 93.86 79.40 0.23.26 

3 64.53 48.18 56.78 99.17 86.79 93.94 79.88 0.20.39 

4 64.67 47.78 56.84 99.24 86.77 93.99 81.15 0.18.23 

5 63.74 47.19 55.67 99.27 86.35 94.00 81.78 0.19.03 

6 63.83 46.73 56.93 99.21 85.36 93.99 80.87 0.18.40 

7 62.56 45.03 54.79 99.28 84.24 94.02 82.17 0.18.25 

8 62.82 45.34 57.02 99.15 82.49 93.97 80.03 0.18.34 

9 61.76 44.33 58.08 98.95 79.97 93.84 76.94 0.18.26 

10 60.49 43.48 53.88 99.19 81.34 93.90 80.41 0.18.42 
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 Pascal U-Net modeli ile 1ôden 10ôa kadar farklē yēĵēn deĵerleri ve 2 katlē ­apraz 

doĵrulama i­in ger­ekleĸtirilen pankreas segmentasyon sonu­larē ¢izelge 4.10ôda 

sunulmuĸtur. ¢izelge 4.10ôdaki sonu­lar her bir metrik ve yēĵēn deĵeri i­in 

deĵerlendirildiĵinde; en iyi DBK sonucu %64.67 olarak yēĵēn sayēsē 4 iken, en iyi JO ve 

YBĶ sonu­larē %48.18 ve %86.79 olarak yēĵēn sayēsē 3 iken, en iyi duyarlēlēk sonucu 

%58.08 olarak yēĵēn sayēsē 9 iken alēnmēĸtēr. Aynē zamanda, yēĵēn sayēsē 7 iken en iyi 

ºzg¿ll¿k, doĵruluk ve kesinlik sonu­larēnēn %99.28, %94.02 ve %82.17 olarak alēndēĵē 

gºr¿l¿r. ¢izelgeye gºre en kēsa ortalama ­alēĸma s¿resinin yēĵēn sayēsē 4 iken 18 dakika, 

en uzun s¿renin ise yēĵēn sayēsē 1 iken 32 dakika olduĵu gºzlenmiĸtir. 

 

¢izelge 4.11. S¦TFH veri setinde Pascal U-Net modeli ile elde edilen pankreas segmentasyon sonu­larē 

(4 katlē ­apraz doĵrulama i­in) 

 

Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 46.66 37.48 51.51 95.83 80.29 90.61 48.32 1.24.12 

2 64.62 48.96 56.74 99.14 87.35 93.93 79.63 0.58.56 

3 66.52 50.56 59.48 99.09 87.62 93.92 79.93 0.56.29 

4 67.75 51.27 60.62 99.21 87.96 94.07 81.61 0.54.38 

5 68.23 52.17 62.30 99.13 87.82 94.04 80.36 0.52.18 

6 66.74 49.85 59.50 99.23 87.43 94.06 81.69 0.50.34 

7 67.72 50.91 61.54 99.20 87.38 94.10 81.78 0.50.15 

8 67.19 50.48 61.92 99.10 86.16 94.03 80.21 0.50.17 

9 66.15 49.08 60.21 99.16 86.11 94.05 81.20 0.49.29 

10 65.05 48.40 61.54 98.97 84.18 93.90 78.07 0.48.23 

 

 Sērasēyla 1ôden 10ôa kadar farklē yēĵēn sayēlarē ve 4 katlē ­apraz doĵrulama i­in 

Pascal U-Net modeli ile ger­ekleĸtirilen segmentasyon sonu­larē ¢izelge 4.11ôde 

sunulmuĸtur. ¢izelge, her bir metrik i­in ve farklē yēĵēn sayēlarē a­ēsēndan incelendiĵinde; 

DBK, JO ve duyarlēlēk metrikleri bakēmēndan en iyi sonu­lar olan %68.23, %52.17 ve 

%62.30 sonu­larē yēĵēn sayēsē 5 iken, en iyi ºzg¿ll¿k sonucu %99.23 olarak yēĵēn sayēsē 

6 iken, en iyi YBĶ sonucu ise %87.96 olarak yēĵēn sayēsē 4 iken alēndēĵēnda gºr¿l¿r. 

Ayrēca, doĵruluk ve kesinlik metrikleri a­ēsēndan en iyi sonu­lar olan %94.10 ve %81.78 

sonu­larēn yēĵēn sayēsē 7 iken elde edildiĵi gºr¿l¿r. Yine ¢izelge 4.11ôden de 

gºr¿lebileceĵi ¿zere, yēĵēn sayēsē arttēk­a derin ºĵrenme modelinin ortalama ­alēĸma 

s¿resi azalmaktadēr. Buna gºre; en kēsa ortalama ­alēĸma s¿resi yēĵēn sayēsē 10 

alēndēĵēnda 48 dakika iken, en uzun ortalama ­alēĸma s¿resi yēĵēn sayēsē 1 alēndēĵēnda 1 

saat 24 dakika olduĵu gºzlenmiĸtir.  

 



 

 

47 

 ¢izelge 4.12. S¦TFH veri setinde Pascal U-Net modeli ile elde edilen pankreas segmentasyon 

sonu­larē (6 katlē ­apraz doĵrulama i­in) 

 

Yēĵēn 

Sayēsē 

DBK 

(%) 
JO (%) 

Duyarlēlēk 

(%) 

¥zg¿ll¿k 

(%) 

YBĶ 

(%) 

Doĵruluk 

(%) 

Kesinlik 

(%) 

S¿re 

(sa.dk.sn) 

1 49.41 40.32 53.24 96.42 81.04 91.20 51.85 2.14.34 

2 65.60 50.19 59.13 98.99 87.56 93.86 78.23 1.34.21 

3 66.94 51.59 61.37 98.93 87.56 93.81 79.19 1.33.41 

4 68.64 52.90 61.20 99.28 88.47 94.14 82.98 1.29.58 

5 68.36 52.22 62.43 99.10 87.89 94.02 80.45 1.26.39 

6 68.92 52.50 62.53 99.20 88.20 94.12 81.70 1.24.02 

7 68.34 51.74 61.56 99.26 87.96 94.15 82.86 1.23.32 

8 67.23 50.83 61.47 99.19 87.17 94.08 81.26 1.22.35 

9 67.60 51.00 62.80 99.11 86.58 94.06 80.59 1.21.39 

10 66.93 49.88 61.36 99.20 86.45 94.10 81.58 1.20.07 

 

 1ôden 10ôa kadar farklē yēĵēn deĵerleri i­in Pascal U-Net modelinde 6 katlē ­apraz 

doĵrulama ile ger­ekleĸtirilen pankreas segmentasyon sonu­larē ¢izelge 4.12ôde 

sunulmuĸtur. ¢izelgedeki sonu­lar farklē yēĵēn deĵerleri ve her bir metrik i­in 

deĵerlendirildiĵinde; en iyi DBK sonucu %68.92 olarak yēĵēn sayēsē 6 iken, en iyi JO, 

ºzg¿ll¿k, YBĶ ve kesinlik sonu­larē %52.90, %99.28, %88.47 ve %82.98 olarak yēĵēn 

sayēsē 4 iken, en iyi duyarlēlēk sonucu %62.80 olarak yēĵēn sayēsē 9 iken alēnmēĸtēr. Ayrēca, 

yēĵēn sayēsē 7 iken en iyi doĵruluk sonucunun %94.15 olarak alēndēĵē gºr¿l¿r. ¢izelge 

4.12ôden de gºr¿lebileceĵi ¿zere, yēĵēn sayēsē arttēk­a derin ºĵrenme modelinin ortalama 

­alēĸma s¿resi azalmaktadēr. Buna gºre; yēĵēn sayēsē 10 iken en kēsa ortalama ­alēĸma 

s¿resinin 1 saat 20 dakika, en uzun s¿renin ise yēĵēn sayēsē 1 iken 2 saat 14 dakika olduĵu 

gºzlenmiĸtir. 

Ger­ekleĸtirilen tez ­alēĸmasēnda, Pascal U-Net modeli ile S¦TFH veri seti 

¿zerinde 2, 4 ve 6 katlē ­apraz doĵrulama ile elde edilen en d¿ĸ¿k ortalama ve en y¿ksek 

DBK deĵerlerine sahip sonu­lar i­in karĸēlaĸtērma ķekil 4.13-4.15ôte gºsterilmiĸtir. 

 

    

                (a)                 (b) DBK=%0           (c) DBK=%1.74           (d) DBK=%0 

ķekil 4.13. En d¿ĸ¿k DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef 

gºr¿nt¿, (b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz 

doĵrulama sonucu 
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                (a)              (b) DBK=%43.90     (c) DBK=%70.87      (d) DBK=%68.85 

ķekil 4.14. Orta DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef gºr¿nt¿, 

(b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz doĵrulama 

sonucu 

 

    

                (a)              (b) DBK=%86.73     (c) DBK=%80.72      (d) DBK=%88.00 

ķekil 4.15. En y¿ksek DBK deĵerine sahip segmentasyon sonu­larē i­in gºrsel karĸēlaĸtērma (a) Hedef 

gºr¿nt¿, (b) 2 katlē ­apraz doĵrulama sonucu, (c) 4 katlē ­apraz doĵrulama sonucu, (d) 6 katlē ­apraz 

doĵrulama sonucu 
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5. SONU¢LAR VE ¥NERĶLER 

 

5.1 Sonu­lar 

 

Ger­ekleĸtirilen ­alēĸmada biyomedikal gºr¿nt¿ segmentasyonunda ºnemli bir 

problem olan pankreas segmentasyonu i­in yeni bir derin ºĵrenme modeli ºnerilmiĸtir. 

¥nerilen derin ºĵrenme modelinin baĸarēmē, TCIA veri tabanēndan alēnan Pankreas BT 

gºr¿nt¿leri ile S¦TFH Radyoloji Bºl¿m¿ônden temin edilen abdomen BT gºr¿nt¿lerini 

i­eren iki adet veri seti kullanēlarak deĵerlendirilmiĸtir. Her iki veri setinde de her hasta 

i­in pankreasēn olduĵu birer kesit se­ilmiĸtir. Se­ilen bu gºr¿nt¿lere her iki veri setinde 

de ºncelikle BT gºr¿nt¿s¿ i­erisinde pankreasēn olmadēĵē yerler kērpēlarak ilgili alan 

eldesi oluĸturulmuĸtur. Bu iĸlem sērasēnda gºr¿nt¿lerin boyutlarē yarēya indirgenmiĸtir. 

Daha sonra, ilgili alanlarē elde edilen gºr¿nt¿lere iki seviyeli 2 boyutlu ADD uygulanarak 

hem gºr¿nt¿lerin ºzellikleri korunmuĸ hem de boyutlarēnēn azaltēmē ger­ekleĸtirilmiĸtir. 

Bu ºniĸleme yºntemleri sayesinde, her iki veri setinde de 512 x 512 piksel boyutunda 

olan ham gºr¿nt¿ler, ºzellikleri b¿y¿k ºl­¿de korunarak 64 x 64 piksel boyutlarēna 

indirgenmiĸtir. Bu ĸekilde TCIA veri seti 82 adet, S¦TFH veri seti ise 56 adet gºr¿nt¿ 

i­erecek ĸekilde oluĸturulmuĸtur. 

Ayrēca sonu­larē karĸēlaĸtērmalē olarak deĵerlendirmek amacēyla; literat¿rde 

medikal alanda ve ESA konusunda yapēlan ­alēĸmalarda son zamanlarda sēklēkla 

kullanēlan U-Net modeli kullanēlmēĸ ve her iki veri setinde de pankreas segmentasyon 

sonu­larē alēnmēĸtēr. Hem U-Net modeli hem de Pascal ¿­geninden esinlenilerek 

oluĸturulan ve bu tez ­alēĸmasēnda ºnerilen Pascal U-Net modeli ile her iki veri seti 

¿zerinde ger­ekleĸtirilen segmentasyon sonu­larē detaylē olarak analiz edilmiĸtir.  

Derin ºĵrenme modelleri ile ger­ekleĸtirilen segmentasyon ­alēĸmalarēnda; 2, 4 

ve 6 katlē ­apraz doĵrulama yºntemleri kullanēlmēĸtēr. Yēĵēn sayēlarē 1ôden 10ôa kadar 

alēnmēĸ ver her ­alēĸtērma 10 kez tekrarlanmēĸtēr. Bu 10 ­alēĸtērmada elde edilen 

sonu­larēn ortalamalarē alēnarak ­alēĸmada sunulmuĸtur. T¿m sonu­larēn hesaplanmasē, 7 

farklē performans deĵerlendirme metriĵi kullanēlarak elde edilmiĸtir. 
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5.1.1 TCIA veri setinde elde edilen pankreas segmentasyon sonu­larēnēn 

karĸēlaĸtērēlmasē 

 

 TCIA veri seti ¿zerinde farklē yēĵēn sayēlarē ve farklē kat ­apraz doĵrulama 

yºntemi kullanēlarak U-Net modeli ile her kat ­apraz doĵrulama yºntemi i­in elde edilen 

optimum pankreas segmentasyonu sonu­larēnēn DBK metriĵi temel alēnarak yapēlan 

analizi ¢izelge 5.1ôde verilmiĸtir. 

 

¢izelge 5.1. TCIA veri setinde U-Net modeli ile elde edilen optimum DBK sonu­larē 

 

¢apraz doĵrulama DBK (%) Yēĵēn Sayēsē S¿re (sa.dk.sn) 

2 kat 65.20 1 0.17.31 

4 kat 68.36 1 0.29.53 

6 kat 70.24 1 0.49.10 

 

 ¢izelge 5.1 incelendiĵinde, TCIA veri setinde U-Net modeli kullanēlarak bulunan 

en iyi DBK sonu­larēnēn; 2 katlē ­apraz doĵrulamada yēĵēn sayēsē 1 iken 17 dakikada 

%65.20, 4 katlē ­apraz doĵrulamada yine yēĵēn sayēsē 1 iken 29 dakikada %68.36 ve 6 

katlē ­apraz doĵrulamada yēĵēn sayēsē 1 iken 49 dakikada %70.24 olduĵu gºr¿l¿r. 

¢izelgeden de gºr¿ld¿ĵ¿ gibi ­apraz doĵrulama kat sayēsē arttēk­a s¿re artsa da DBK da 

artmēĸtēr. 

2, 4 ve 6 katlē ­apraz doĵrulama kullanēlarak TCIA veri seti ¿zerinde Pascal U-

Net modeli ile ger­ekleĸtirilen pankreas segmentasyon sonu­larēnēn en iyi DBK 

sonu­larēna gºre analizi ¢izelge 5.2ôde verilmiĸtir. 

 

¢izelge 5.2. TCIA veri setinde Pascal U-Net modeli ile elde edilen optimum DBK sonu­larē 

 

¢apraz doĵrulama DBK (%) Yēĵēn Sayēsē S¿re (sa.dk.sn) 

2 kat 68.74 3 0.31.01 

4 kat 70.27 5 1.11.40 

6 kat 71.35 5 1.58.49 

 

 ¢izelge 5.2ôden de gºr¿lebileceĵi ¿zere, TCIA veri seti ¿zerinde Pascal U-Net 

modeli kullanēlarak elde edilen en iyi DBK sonu­larēnēn; 2 katlē ­apraz doĵrulamada yēĵēn 

sayēsē 3 iken 31 dakikada %68.74, 4 katlē ­apraz doĵrulamada yēĵēn sayēsē 5 iken 1 saat 

11 dakikada %70.27 ve 6 katlē ­apraz doĵrulamada yēĵēn sayēsē yine 5 iken 1 saat 58 

dakika sonunda %71.35 olduĵu gºr¿l¿r. 

  ¢izelge 5.1 ve ¢izelge 5.2 birlikte incelendiĵinde; 2, 4 ve 6 katlē ­apraz 

doĵrulamada kat sayēsē arttēk­a DBKônēn da arttēĵē gºzlenmiĸtir. Ayrēca, TCIA veri seti 
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¿zerinde ger­ekleĸtirilen pankreas segmentasyon sonu­larēnēn Pascal U-Net modeli 

kullanēldēĵēnda U-Net modeline gºre daha iyi olduĵu gºr¿lm¿ĸt¿r. 

 

5.1.2 S¦TFH veri setinde elde edilen pankreas segmentasyon sonu­larēnēn 

karĸēlaĸtērēlmasē 

 

S¦TFH veri seti ¿zerinde farklē yēĵēn sayēlarē ve farklē kat ­apraz doĵrulama 

yºntemi kullanēlarak U-Net modeli ile elde edilen pankreas segmentasyon sonu­larēnēn, 

DBK metriĵi bakēmēndan optimum deĵerleri her kat ­apraz doĵrulama ve yēĵēn sayēlarē 

i­in ¢izelge 5.3ôte verilmiĸtir. 

 

¢izelge 5.3. S¦TFH veri setinde U-Net modeli ile elde edilen optimum DBK sonu­larē 

 

¢apraz doĵrulama DBK (%) Yēĵēn Sayēsē S¿re (sa.dk.sn) 

2 kat 63.51 1 0.08.09 

4 kat 66.96 1 0.23.07 

6 kat 68.05 1 0.35.20 

 

¢izelge 5.3ôte, S¦TFH veri seti ¿zerinde U-Net modeli kullanēlarak elde edilen 

en iyi DBK sonu­larēnēn; 2 katlē ­apraz doĵrulamada yēĵēn sayēsē 1 iken 8 dakikada 

%63.51, 4 katlē ­apraz doĵrulamada yēĵēn sayēsē 1 iken 23 dakikada %66.96 ve 6 katlē 

­apraz doĵrulamada yēĵēn sayēsē yine 1 iken 35 dakikada %68.05 olduĵu gºr¿l¿r. 

2, 4 ve 6 katlē ­apraz doĵrulama kullanēlarak S¦TFH veri seti ¿zerinde Pascal U-

Net modeli ile ger­ekleĸtirilen pankreas segmentasyon sonu­larēnēn en iyi DBK 

sonu­larēna gºre analizi ¢izelge 5.4ôte verilmiĸtir. 

 

¢izelge 5.4. S¦TFH veri setinde Pascal U-Net modeli ile elde edilen optimum DBK sonu­larē 

 

¢apraz doĵrulama DBK (%) Yēĵēn Sayēsē S¿re (sa.dk.sn) 

2 kat 64.67 4 0.18.23 

4 kat 68.23 5 0.52.18 

6 kat 68.92 6 1.24.02 

 

¢izelge 5.4 incelendiĵinde, Pascal U-Net modeli kullanēlarak S¦TFH veri seti 

¿zerinde elde edilen en iyi DBK sonu­larēnēn; 2 katlē ­apraz doĵrulamada yēĵēn sayēsē 4 

iken 18 dakikada %64.67, 4 katlē ­apraz doĵrulamada yēĵēn sayēsē 5 iken 52 dakikada 

%68.23 ve 6 katlē ­apraz doĵrulamada yēĵēn sayēsē 6 iken 1 saat 24 dakikada %68.92 

olduĵu gºr¿l¿r. 
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¢izelge 5.3 ve ¢izelge 5.4 birlikte deĵerlendirildiĵinde; 2, 4 ve 6 katlē ­apraz 

doĵrulamada S¦TFH veri seti ¿zerinde ger­ekleĸtirilen pankreas segmentasyon 

sonu­larēnēn Pascal U-Net modeli kullanēldēĵēnda U-Net modeline gºre daha iyi sonu­ 

verdiĵi gºzlenmiĸtir. Ayrēca TCIA veri seti ile elde edilen sonu­larda olduĵu gibi, 

S¦TFH veri setinde de her iki modelde ­apraz doĵrulama kat sayēsē arttēk­a DBK 

deĵerinin de arttēĵē tespit edilmiĸtir. 

 

5.1.3 Literat¿r karĸēlaĸtērmasē 

 

Ger­ekleĸtirilen tez ­alēĸmasēnda elde edilen en iyi pankreas segmentasyon 

sonu­larē, yapēlan kaynak araĸtērmasē sonucunda derin ºĵrenme modelleri ile pankreas 

segmentasyonu yapēlan ­alēĸmalarla karĸēlaĸtērmalē olarak ¢izelge 5.5ôte sunulmuĸtur. 

 

¢izelge 5.5. Bu tez ­alēĸmasēnda elde edilen pankreas segmentasyonu sonu­larē ile literat¿r 

karĸēlaĸtērmasē 

 

Yazar 
Veri 

Sayēsē 
Model 

DBK JO Duyarlēlēk ¥zg¿ll¿k YBĶ Doĵruluk Kesinlik 

Roth ve ark. 

(2015) 
82 

S¿perpiksel + 

ESA 
0.68 - - - - - - 

Farag ve ark. 

(2016) 
80 

AlexNet + 

S¿perpiksel + 

Bºlge 

Etiketleme + 

Soniĸleme 

0.71 0.58 0.75 - - - 0.72 

Zhou ve ark. 

(2016) 
240 Tam ESA - 0.45 - - - - - 

Roth ve ark. 

(2018) 
82 

Rastgele 

Orman + 

B¿t¿nsel Sinir 

Aĵē 

0.81 0.69 - - - - - 

Roth ve ark. 

(2018) 
82 

3B Tam ESA + 

4 Katlē ¢apraz 

Doĵrulama 

0.77 - - - - - - 

Roth ve ark. 

(2018) 
150 3B TEA 0.82 - - - - - - 

Gibson ve 

ark. (2018) 
90 Yoĵun V-Aĵē 0.78 - - - - - - 

Yang ve ark. 

(2019) 
82 TEA + TSA 0.88 - - - - - - 

Man ve ark. 

(2019) 
82 Derin Q Aĵē 0.87 - 0.78 - - - - 

Lu ve ark. 

(2019) 
82 

Artēk U-Net + 

10 Katlē ¢apraz 

Doĵrulama 

0.88 - - - - - - 

Liu ve ark. 

(2019) 
82 

S¿perpiksel + 5 

farklē U-Net 

modeli + 4 

Katlē ¢apraz 

Doĵrulama 

0.84 0.73 0.85 - - - 0.84 
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Bu tez 

­alēĸmasē 
56 

Pascal U-Net + 

6 Kat ¢apraz 

Doĵrulama 

0.69 0.53 0.63 0.99 0.88 0.94 0.82 

Bu tez 

­alēĸmasē 
82 

Pascal U-Net + 

6 Kat ¢apraz 

Doĵrulama 

0.71 0.56 0.64 0.99 0.90 0.96 0.83 

 

Bu tez ­alēĸmasēnda ger­ekleĸtirilen pankreas segmentasyon sonu­larēna gºre elde 

edilen en iyi sonu­larēn 7 farklē metrik bakēmēndan literat¿r ile kēyaslanmasē ¢izelge 

5.5ôte sunulmuĸ ve en iyi deĵerler koyu renk ile belirtilmiĸtir. ¢izelge 5.5ôe gºre; DBK 

metriĵi bakēmēndan en iyi sonu­ %88 olarak Lu ve ark. tarafēndan, JO, duyarlēlēk ve 

kesinlik metrikleri bakēmēndan en iyi sonu­larēn %73, %85 ve %84 olarak Liu ve ark. 

tarafēndan alēndēĵē gºr¿l¿r. Literat¿rde yer alan diĵer derin ºĵrenme yºntemleri ile 

ger­ekleĸtirilen pankreas segmentasyon ­alēĸmalarēnda DBK, JO, duyarlēlēk ve kesinlik 

metrikleri i­in elde edilen deĵerlerin bu tez ­alēĸmasēna gºre daha y¿ksek olmasēnēn temel 

nedeni, kullanēlan iĸ istasyonunda bulunan ekran kartēnēn iĸlem sēnērēndan 

kaynaklanmaktadēr. Yapēlan kaynak araĸtērmasēnda, derin ºĵrenme yºntemleri ile 

pankreas segmentasyonu ger­ekleĸtirilen ­alēĸmalarēn ºzg¿ll¿k, YBĶ ve doĵruluk 

metrikleri i­in sonu­ verilmemiĸtir. Buna gºre ¢izelge 5.5ôte; ºzg¿ll¿k, YBĶ ve doĵruluk 

performans deĵerlendirme metrikleri bakēmēndan en iyi sonu­larēn %99, %90 ve %96 

olarak bu tez ­alēĸmasēnda elde edildiĵi gºr¿l¿r. 

 

5.2 ¥neriler 

 

Ger­ekleĸtirilen tez ­alēĸmasēnda ºnerilen Pascal U-Net modelinin, tezde 

kullanēlan her iki veri setinde de geleneksel U-Net modelinden daha iyi sonu­lar verdiĵi 

gºzlenmiĸtir. Yapēlan kaynak araĸtērmasē ile karĸēlaĸtērēldēĵēnda elde edilen sonu­larēn 

DBK ve JO kriterleri a­ēsēndan literat¿re gºre d¿ĸ¿k kaldēĵē gºzlenmiĸtir. 

  

¶ ¥nerilen Pascal U-Net modelinde kodlayēcē ve kod ­ºz¿c¿ bºl¿mler 

arasēnda yer alan evriĸim bloklarē yerine yoĵun (dense) bloklar kullanēlērsa 

modelin parametre sayēsē artar. Bºylece daha uzun s¿rede fakat daha iyi 

sonu­ verebilir. 

¶ Bu ­alēĸmada 2,4 ve 6 kat ­apraz doĵrulama yºntemleri ve 1ôden 10ôa 

kadar yēĵēn sayēlarēnda gºr¿nt¿ler alēnarak pankreas segmentasyonu 

ger­ekleĸtirilmiĸtir. Ķleride daha fazla katlē ­apraz doĵrulama yºntemleri 
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ve daha fazla yēĵēn miktarlarēnda Pascal U-Net modeli ile sonu­lar 

alēnabilir. 

¶ Kullanēlan iĸ istasyonunun ekran kartē kapasitesi sēnērlē olduĵundan dolayē 

­alēĸmada kullanēlan veri setlerinde yer alan gºr¿nt¿ sayēlarē her hasta i­in 

bir kesit olacak ĸekilde ayarlanmēĸtēr. Daha iyi ekran kartēna sahip iĸ 

istasyonlarēnda veri artērēm yºntemleri veya ¢ekiĸmeli ¦retici Aĵlar 

kullanēlarak elde edilebilecek daha fazla veri sayēsē ile sonu­lar alēnabilir. 
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EKLER  

 

EK-1 Tez ¢alēĸmasēnda Kullanēlan S¦TFH Gºr¿nt¿leri i­in Etik Kurul Raporu 
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EK-2 ¥nerilen Pascal U-Net Modeli Python Kodu 

 

import tensorflow as tf 

from tensorflow import keras 

 

def fibov4(pretrained_weights = None,input_size = (64,64,1)): 

    inputs = keras.Input(input_size) 

    c1 = keras.layers.Conv2D(32, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(inputs) 

    c1 = keras.layers.BatchNormalization()(c1) 

    c1 = keras.layers.Dropout(0.2)(c1) 

     

    p1 = keras.layers.MaxPool2D(pool_size=(2, 2))(c1) 

    c2 = keras.layers.Conv2D(64, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(p1) 

    c2 = keras.layers.BatchNormalization()(c2) 

    c2 = keras.layers.Dropout(0.2)(c2) 

     

    p2 = keras.layers.MaxPool2D(pool_size=(2, 2))(c2) 

    c3 = keras.layers.Conv2D(128, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(p2) 

    c3 = keras.layers.BatchNormalization()(c3) 

    c3 = keras.layers.Dropout(0.2)(c3) 

     

    p3 = keras.layers.MaxPool2D(pool_size=(2, 2))(c3) 

    c4 = keras.layers.Conv2D(256, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(p3) 

    c4 = keras.layers.BatchNormalization()(c4) 

    c4 = keras.layers.Dropout(0.3)(c4) 

     

    p4 = keras.layers.MaxPool2D(pool_size=(2, 2))(c4) 

    c5 = keras.layers.Conv2D(512, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(p4) 

    c5 = keras.layers.BatchNormalization()(c5) 

    c5 = keras.layers.Dropout(0.4)(c5) 

     

    u1 = keras.layers.Conv2D(256, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    u1 = keras.layers.UpSampling2D(size = (2,2))(c5) 

    u1 = keras.layers.BatchNormalization()(u1) 
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    u1 = keras.layers.Dropout(0.2)(u1) 

    m1 = keras.layers.concatenate([c4,u1], axis = 3) 

    c6 = keras.layers.Conv2D(256, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m1)  #512 

    c6 = keras.layers.BatchNormalization()(c6) 

    c6 = keras.layers.Dropout(0.2)(c6) 

    u5 = keras.layers.Conv2D(128, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    u5 = keras.layers.UpSampling2D(size = (2,2))(c4) 

    u5 = keras.layers.BatchNormalization()(u5) 

    u5 = keras.layers.Dropout(0.2)(u5) 

    m2 = keras.layers.concatenate([c3,u5], axis = 3) 

    ######################### 2'Li Yapē ##################### 

    ##   D1 

    cd1 = keras.layers.Conv2D(256, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m2) 

    cd1 = keras.layers.BatchNormalization()(cd1) 

    cd1 = keras.layers.Dropout(0.2)(cd1) 

 

    d1 = keras.layers.Conv2D(256, 1, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd1)  

    d1 = keras.layers.BatchNormalization()(d1) 

    d1 = keras.layers.Dropout(0.2)(d1) 

     

    u2 = keras.layers.Conv2D(128, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    u2 = keras.layers.UpSampling2D(size = (2,2))(c6) 

    u2 = keras.layers.BatchNormalization()(u2) 

    u2 = keras.layers.Dropout(0.2)(u2) 

    m3 = keras.layers.concatenate([c3,u2], axis = 3) 

    m4 = keras.layers.concatenate([m3,d1], axis = 3) 

    c7 = keras.layers.Conv2D(128, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m4)   #512 

    c7 = keras.layers.BatchNormalization()(c7) 

    c7 = keras.layers.Dropout(0.2)(c7) 

   

    u6 = keras.layers.Conv2D(64, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    u6 = keras.layers.UpSampling2D(size = (2,2))(c3) 

    u6 = keras.layers.BatchNormalization()(u6) 
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    u6 = keras.layers.Dropout(0.2)(u6) 

    m5 = keras.layers.concatenate([u6,c2], axis = 3) 

    ################   3'l¿ birinci yapē ################### 

    ##   D3 

    cd3 = keras.layers.Conv2D(128, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m5) 

    cd3 = keras.layers.BatchNormalization()(cd3) 

    cd3 = keras.layers.Dropout(0.2)(cd3) 

    cd32 = keras.layers.Conv2D(128, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd3)  

    cd32 = keras.layers.BatchNormalization()(cd32) 

    cd32 = keras.layers.Dropout(0.2)(cd32) 

 

    d3 = keras.layers.Conv2D(64, 1, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd32)  

    d3 = keras.layers.BatchNormalization()(d3) 

    d3 = keras.layers.Dropout(0.2)(d3) 

    ############################################# 

    m6 = keras.layers.concatenate([c2,d3], axis = 3) 

    ud1 = keras.layers.Conv2D(128, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    ud1 = keras.layers.UpSampling2D(size = (2,2))(d1) 

    ud1 = keras.layers.BatchNormalization()(ud1) 

    ud1 = keras.layers.Dropout(0.2)(ud1) 

    m7 = keras.layers.concatenate([m6,ud1], axis = 3) 

       ####################   3'l¿ ikinci yapē #################### 

    ##   D6 

    cd6 = keras.layers.Conv2D(256, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m7) 

    cd6 = keras.layers.BatchNormalization()(cd6) 

    cd6 = keras.layers.Dropout(0.2)(cd6) 

    cd62 = keras.layers.Conv2D(256, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd6)  

    cd62 = keras.layers.BatchNormalization()(cd62) 

    cd62 = keras.layers.Dropout(0.2)(cd62) 

 

    d6 = keras.layers.Conv2D(64, 1, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd62)  

    d6 = keras.layers.BatchNormalization()(d6) 

    d6 = keras.layers.Dropout(0.2)(d6) 
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    ############################ 

    u3 = keras.layers.Conv2D(64, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    u3 = keras.layers.UpSampling2D(size = (2,2))(c7) 

    u3 = keras.layers.BatchNormalization()(u3) 

    u3 = keras.layers.Dropout(0.2)(u3) 

    m8 = keras.layers.concatenate([u3,d6], axis = 3) 

    m9 = keras.layers.concatenate([m8,m6], axis = 3) 

    c8 = keras.layers.Conv2D(64, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m9)  #256 

    c8 = keras.layers.BatchNormalization()(c8) 

    c8 = keras.layers.Dropout(0.2)(c8) 

    u4 = keras.layers.Conv2D(32, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    u4 = keras.layers.UpSampling2D(size = (2,2))(c8) 

    u4 = keras.layers.BatchNormalization()(u4) 

    u4 = keras.layers.Dropout(0.2)(u4) 

    u7 = keras.layers.Conv2D(32, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    u7 = keras.layers.UpSampling2D(size = (2,2))(c2) 

    u7 = keras.layers.BatchNormalization()(u7) 

    u7 = keras.layers.Dropout(0.2)(u7) 

    m10 = keras.layers.concatenate([c1,u7], axis = 3) 

    ud2 = keras.layers.Conv2D(32, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    ud2 = keras.layers.UpSampling2D(size = (2,2))(d3) 

    ud2 = keras.layers.BatchNormalization()(ud2) 

    ud2 = keras.layers.Dropout(0.2)(ud2) 

    ud3 = keras.layers.Conv2D(32, 2, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal') 

    ud3 = keras.layers.UpSampling2D(size = (2,2))(d6) 

    ud3 = keras.layers.BatchNormalization()(ud3) 

    ud3 = keras.layers.Dropout(0.2)(ud3) 

    ###################   4'l¿ birinci yapē ###################### 

    ##   D9 

    cd9 = keras.layers.Conv2D(64, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m10) 

    cd9 = keras.layers.BatchNormalization()(cd9) 

    cd9 = keras.layers.Dropout(0.2)(cd9) 
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    cd92 = keras.layers.Conv2D(64, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd9)  

    cd92 = keras.layers.BatchNormalization()(cd92) 

    cd92 = keras.layers.Dropout(0.2)(cd92) 

    cd93 = keras.layers.Conv2D(64, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd92)  

    cd93 = keras.layers.BatchNormalization()(cd93) 

    cd93 = keras.layers.Dropout(0.2)(cd93) 

 

    d9 = keras.layers.Conv2D(64, 1, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd93)  

    d9 = keras.layers.BatchNormalization()(d9) 

    d9 = keras.layers.Dropout(0.2)(d9) 

    ########################## 

    m11 = keras.layers.concatenate([c1,ud2], axis = 3) 

    m12 = keras.layers.concatenate([m11,d9], axis = 3) 

    #################  6'lē yapē ###################### 

    ##   D13 

    cd13 = keras.layers.Conv2D(128, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m12) 

    cd13 = keras.layers.BatchNormalization()(cd13) 

    cd13 = keras.layers.Dropout(0.2)(cd13) 

    cd132 = keras.layers.Conv2D(128, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd13)  

    cd132 = keras.layers.BatchNormalization()(cd132) 

    cd132 = keras.layers.Dropout(0.2)(cd132) 

    cd133 = keras.layers.Conv2D(128, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd132)  

    cd133 = keras.layers.BatchNormalization()(cd133) 

    cd133 = keras.layers.Dropout(0.2)(cd133) 

    cd134 = keras.layers.Conv2D(128, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd133)  

    cd134 = keras.layers.BatchNormalization()(cd134) 

    cd134 = keras.layers.Dropout(0.2)(cd134) 

    cd135 = keras.layers.Conv2D(128, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd134)  

    cd135 = keras.layers.BatchNormalization()(cd135) 

    cd135 = keras.layers.Dropout(0.2)(cd135) 
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    d13 = keras.layers.Conv2D(128, 1, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd135)  

    d13 = keras.layers.BatchNormalization()(d13) 

    d13 = keras.layers.Dropout(0.2)(d13) 

    ############################### 

    m13 = keras.layers.concatenate([c1,ud3], axis = 3) 

    m14 = keras.layers.concatenate([m13,d9], axis = 3) 

    m15 = keras.layers.concatenate([m14,d13], axis = 3) 

    ###################   4'l¿ ikinci yapē ###################### 

     

    cd19 = keras.layers.Conv2D(256, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m15) 

    cd19 = keras.layers.BatchNormalization()(cd19) 

    cd19 = keras.layers.Dropout(0.2)(cd19) 

    cd192 = keras.layers.Conv2D(256, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd19)  

    cd192 = keras.layers.BatchNormalization()(cd192) 

    cd192 = keras.layers.Dropout(0.2)(cd192) 

    cd193 = keras.layers.Conv2D(256, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd192)  

    cd193 = keras.layers.BatchNormalization()(cd193) 

    cd193 = keras.layers.Dropout(0.2)(cd193) 

 

    d19 = keras.layers.Conv2D(256, 1, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(cd193)  

    d19 = keras.layers.BatchNormalization()(d19) 

    d19 = keras.layers.Dropout(0.2)(d19) 

    #########################################  

    m16 = keras.layers.concatenate([c1,u4], axis = 3) 

    m17 = keras.layers.concatenate([m16,d9], axis = 3) 

    m18 = keras.layers.concatenate([m17,d13], axis = 3) 

    m19 = keras.layers.concatenate([m18,d19], axis = 3) 

    c9 = keras.layers.Conv2D(32, 3, activation = 'relu', padding = 'same', kernel_initializer = 

'he_normal')(m19)    ##512 

    c9 = keras.layers.BatchNormalization()(c9) 

    c9 = keras.layers.Dropout(0.2)(c9) 

    c10 = keras.layers.Conv2D(1, 1, activation = 'sigmoid')(c9) 

     

    model = keras.Model(inputs = inputs, outputs = c10) 

  #  keras.optimizers.Adam(learning_rate=0.005) 
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    model.compile(optimizer = "Adam", loss = 'binary_crossentropy', metrics = 

['accuracy',tf.keras.metrics.MeanIoU(num_classes=2)]) 

     

 #   model.summary() 

     

    if(pretrained_weights): 

     model.load_weights(pretrained_weights) 

         

    return model 
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EK-3 Veri Setlerinde Yer Alan Gºr¿nt¿lerin Numpy Uzantēlē Hale Getiren Python Kodu 

 

from __future__ import print_function 

import os 

import numpy as np 

from skimage.io import imsave, imread 

data_path = 'pancreas/' 

image_rows = 64 

image_cols = 64 

 

def create_train_data(): 

    image_data_path = os.path.join(data_path, 'images') 

    mask_data_path = os.path.join(data_path, 'mask') 

    images = os.listdir(image_data_path) 

    total_img = len(images) 

    masks = os.listdir(mask_data_path) 

    total_mask = len(masks) 

    imgs = np.ndarray((total_img, image_rows, image_cols), dtype=np.uint8) 

    imgs_mask = np.ndarray((total_mask, image_rows, image_cols), dtype=np.uint8) 

    i = 0 

    print('-'*30) 

    print('Creating images...') 

    print('-'*30) 

    for image_name in images: 

        img = imread(os.path.join(image_data_path, image_name), as_gray=True) 

        img = np.array([img]) 

        imgs[i] = img 

        if i % 10 == 0: 

            print('Doneô) 

        i += 1 

    print('Loading done.') 

     

    j = 0 

    print('-'*30) 

    print('Creating masks...') 

    print('-'*30)  

    for mask_name in masks: 

        img_mask = imread(os.path.join(mask_data_path, mask_name), as_gray=True) 

        img_mask = np.array([img_mask]) 

        imgs_mask[j] = img_mask 
























